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Tema prezentel teze de doctorat se inscrie Th domeniile recunoa terii vorbirii continue
(Continuous Speech Recognition) i a proces rii limbaului natural (Natural Language
Processing). In prezent se poate observa o migrare a cercet rilor din domeniul
recunoa terii vorbirii Tn domeniul prelucr rii limbajului natural, dovad fiind conferin ele
naionale i internaionale de prestigiu organizate avand ca tem comun cele dou
domenii (Speech Technology and Human - Computer Dialogue - SpeD, European
Conference on Speech Communication and Technology - EuroSpeech, InterSpeech).

Teza dorete s aduc contribuii in trel direcii de cercetare care se inscriu in
domeniile sus men ionate, fiecare dintre direc iile de cercetare putand fi considerat de fapt
cate un modul de sine st t tor a unui sistem hibrid de recunoa tere automat a vorbirii
continue.

Primadirec ie de cercetare dore te s realizeze prelucrarea semnalului vocal in vederea
recunoa terii i extragerea caracteristicilor importan i din acest punct de vedere. Pe lang
parametri consacrai din domeniul timp i frecven (num rul de treceri prin zero, energie,
frecven fundamental , AMDF), sunt descri i parametrii Mel cepstrali — MFCC (Mél
frequency cepstral coefficients) precum i parametrii dinamici delta i acceleraie utilizai
n mgjoritatea sistemelor automate de recunoa tere a vorbirii continue actuale, respectiv
sunt prezentai i coeficienii cepstrali de predicie liniar — LPCC (Linear prediction
cepstral coefficients). Sunt prezentate fundamentel e teoretice pe care se bazeaz utilizarea
parametrilor cepstrali i pa ii necesari pentru preprocesarea semnalului vocal precum i
pentru extragerea caracteristicilor Mel cepstrali i construirea vectorilor acustici utilizai
pentru recunoa tere. Tn aceast ordine de idel sunt prezentate detaliile de proiectare i
aspectele practice legate de implementarea unei aplicaii software pentru extragerea
coeficien ilor Mel cepstrali precum i a coeficien ilor dinamici delta | acceleraie (MFCC
Extraction). Extragerea caracteristicilor a fost testat pe dou baze de date de vorbire
continu :

TIMIT — 0 baz de date in limba englez dezvoltat de firma Texas Instruments
impreun cu Massachusetts Institute of Technology, devenit standard pentru
testarea sistemelor de recunoa tere avorbirii continue;

OASIS Numbers — 0 baz de date ce conine cifre i numere rostite in limba
maghiar , dezvoltat de grupul de cercetare in domeniul inteligen e artificiale a
Universit ii din Szeged — Ungaria.

Cea de a doua direc ie de cercetare se inscrie in domeniul model rii acustice i anume
realizeaz clasificareafonemelor din vorbirea continu pe baza coeficien ilor Mel cepstrali
i dinamici extra i, utilizand re ele neuronale artificiale. Tn cadrul acestei direcii sunt
prezentate arhitecturile principalelor tipuri de re ele neuronale artificiale utilizate pentru
clasificare, cum ar fi: perceptronul multistrat, re elele neuronale cu ntéarzieri temporae |
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re elele neuronale recurente, precum i algoritmii de inv are a acestora. Sunt descrise
detaliile de proiectare i implementare ale aplicaiel pentru clasificarea fonemelor utilizand
diferite structuri de re ele neuronale.

Rezultatele experimentale ob inute pentru cele dou baze de date de vorbire continu :
OASIS Numbers i TIMIT valideaz atét calitatea coeficien ilor Mel cepstrali i dinamici
utilizai pentru clasificare, cat 1 puterea de clasificare a re elelor neuronale artificiale
utilizate. Totodat rezultatele au confirmat ¢ re elele neuronale recurente sunt cele mai
potrivite pentru recunoa terea secven elor de vorbire surclasand atét re elele neuronale cu
intérzieri temporale cat i re elele neuronale statice de tip perceptron multistrat. Testele
efectuate au demonstrat 1 faptul ¢ prin introducerea informaiilor de context se poate
cre te semnificativ rata de clasificare a fonemelor imbun t ind astfel calitatea modelului
acusgtic. Tn cazul bazei de date OASIS Numbers, rezultatele comparative demonstreaz |, ¢
re elele neuronae recurente ofer cele mai bune rezultate, cu rate de clasificare mai
ridicate decét sistemele asem n toare realizate cu modele de mixturi Gaussiene.

Ceade atreiadirec ie de cercetare, modelarea lingvistic , este 0 component esen ial
aoric rui sistem de recunoa tere a vorbirii continue. Ea se inscrie in domeniul prelucr rii
limbagjului natural. Baza matematic pentru modelarea lingvistic este reprezentat de
lan urile i modelele Markov care sunt prezentate detaliat. Sunt discutate atdt modelele
Markov discrete cat i cele semicontinue i continue. Tn cadrul acestei direc ii de cercetare
sunt prezentate principalele tipuri de modele lingvistice i sunt descrise am nun it
modelele lingvistice statistice (n-gram), unigram, bigram i trigram care sunt cel mai des
utilizate Tn sistemele moderne de recunoa terea automat a vorbirii. Totodat sunt trecute
in revist principalele metode de netezire a probabilit ilor (cum ar fi netezirea prin
adunare, netezirea prin revenire, netezirea prin interpolare sau netezirea Kneser - Ney) |
metodele de reducere a modelelor lingvistice (reducerea prin eliminare, reducerea
probabilistic , reducerea bazat pe entropia relativ. i prin perplexitate sau modelele
lingvistice bazate pe clase de cuvinte care sunt degja modele reduse). Totodat sunt tratate

i principaele metode de evaluare a modelelor lingvistice, fiind introduse no iunile de
entropie relativ i rata entropiei, noiunea de perplexitate i informaie mutua . Tn
continuare sunt prezentate pe scurt principalele unelte de modelare lingvistic existente |
sunt descri i Tn am nunt paii de proiectare i dezvoltare a aplicaiilor proprii pentru
culegerea textelor prin intermediul Internetului, preprocesarea i normalizarea colec iilor
de texte in vederea model rii lingvistice precum i a celel pentru construirea modelelor
lingvistice in formatul standard ARPA - MIT i de calcul a perplexit ii modelelor
lingvistice in vederea evalu rii acestora.

Rezultatele experimentale ob inute atét pentru limba englez cé i pentru limba
roman utilizand corpusurile Sherlock Holmes, Susane Corpus i corpusul Constituia
Romaniei arat , ¢ aplicaiile proprii dezvoltate pentru preprocesarea textelor i pentru
construirea modelelor lingvistice pot fi utilizate cu succes Tntr-un sistem de recunoa tere a
vorbirii continue.

Teza este organizat pe ase capitole divizate la randul lor Tn mai multe subcapitole:
Introducere, Caracteristicile semnalului vocal, Recunoaterea statistic a vorbirii,
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Modelarea acustic , Modelarea lingvistic i Concluzii. n afar de cele ase capitole
men ionate, teza cuprinde i prezentul Rezumat, liste de tabele i figuri, bibliografie i
anexe. Fiecare capitol se inchele cu rezultatele experimentale ob inute i concluziile
aferente.

Primul capitol al tezel reprezint o introducere in domeniul recunoa terii vorbirii. Acest
capitol realizeaz plasareatezei in domeniu precum i trecereain revist a stadiul actua a
cercet rilor Tn domeniu. Tot aici sunt prezentate obiectivele tezel precum i organizarea
tezei pe capitole.

Capitolul a doilea prezint caracteristicile din domeniul timp i frecven asemnaului
vocal i descrie am nunit modul de calcul a caracteristicilor Mel cepstrai i a
caracteristicilor perceptuali de predicie liniar — caracteristici utilizai Tn mgoritatea
sistemelor actuale de recunoa tere a vorbirii continue, independente de vorbitor.

Capitolul trei prezint modelele Markov ascunse care stau la baza sistemelor de
recunoa tere statistice a vorbirii. Sunt descrise cele trei probleme fundamentale care
trebuie rezolvate in cazul modelelor Markov: antrenarea, evaluarea i decodarea precum |
algoritmii consacrai cum ar fi algoritmul de Tnaintare i de revenire, agoritmul Viterbi i
algoritmul de decodare cu stiv A”.

Capitolul patru cuprinde prezentarea structurilor de re ele neuronale artificiale utilizate
pentru clasificarea fonemelor in vederea model rii acustice, incepand cu re elele de tip
perceptron multistrat, re ele cu intérzieri temporale pan lare elele recurente.

Capitolul cinci este dedicat model rii lingvistice. Sunt descrise tipurile de modele
lingvistice i sunt prezentate detaliat modelele lingvistice statistice (n-gram): unigram,
bigram i trigram. Tot in acest capitol sunt tratate metodele de netezire a probabilit ilor
precum i metodele de reducere a modelelor lingvistice. Acest capitol trateaz | metodele
de evaluare amodelelor lingvistice prin introducerea no iunii de perplexitate

n Incheierea tezei, in capitolul ase, sunt prezentate contribu iile proprii i concluziile
finde dup care urmeaz enumerarea reperelor bibliografice utilizate in cursul redact rii
tezei.

Anexele cuprind codurile de transcriere fonetic  SAMPA i codurile de transcriere
fonetic ARPABET precum i lista de lucr ri publicate in extenso, din domeniul tezei de
doctorat, publicate n reviste de interes naional indexate CNCSIS i indexate Tn baze de
date internaionale.
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Tematezel de doctorat, Contribu ii la recunoa terea vorbirii continue i la procesarea
limbajului natural se incadreaz Tn domeniul prelucr rii numerice de semnale (Digital
Sgnal Processing), mai exact in domeniul prelucr rii i1 recunoa terii semnalului vocal
(Speech Sgnal Processing, Speech Recognition). Datorit complexit ii e, tema este
conex | cu ate domenii precum prelucrarea limbajului natura (Natural Language
Processing), recunoa terea formelor (Pattern Recognition), re elele neuronale artificiale
(Artificial Neural Networks), teoriainformaiei, calculul probabilistic, modelarea statistic
i matematic . Totodat recunoa terea vorbirii este foarte apropiat de recunoa terea
vorbitorului (Speaker Recognition) deoarece se bazeaz pe acelea i fundamente teoretice
[1, 70].

Problema recunoa terii vorbirii continue (Continuous Speech Recognition) este departe
de a fi o problem rezolvat , cu toate ¢ Tn domeniul recunoa terii automate a vorbirii
(Automatic Speech Recognition) s-au atins rezultate formidabile in ultimii ani. Aceste
rezultate constau Tn unele aplicaii care rezolv problema recunoa terii pentru anumite
domenii cum ar fi recunoa terea cuvintelor izolate in telefonie sau comanda voca a
calculatoarelor sau a altor echipamente precum i unele sisteme de recunoa tere a vorbirii
continue cu preponderen  pentru limbaenglez .

Recunoa terea vorbirii continue puneins unele probleme suplimentare dat fiind faptul
c prin termenul continuu se in elege | ¢ vorbirea este natural (natural speech). Astfel
vorbitorului nu i se pun constrangeri, el poate vorbi liber i cuvintele devin legate intre ele
i foarte greu separabile. Prin ate cuvinte, nu se poate preciza unde se termin un cuvant |
unde Tncepe cel lat, deoarece ntre ele nu exist de cele mai multe ori pauze, ele fiind
coarticulate. Modelarea acestui tip de vorbire devine i mai dificil atunci cand vorbim de
un dic ionar mare de cuvinte (large vocabulary) ce trebuie recunoscute sau cand dorim s
cre m un sistem independent de vorbitor (Speaker Independent Speech Recognition). Cand
vorbim de vocabular mare, ne gandim la un dic ionar de peste 10.000 de cuvinte, care ins
poate ajunge adesea pan |a peste 60.000 de cuvinte [65].

Aceste sisteme de obicel nu sunt robuste, rezultatele recunoa teri fiind puternic
influen ate de zgomotul ambient.

Conform stadiului actual a cunoa terii Tn domeniu exist dou abord ri diferite pentru
rezolvarea recunoa terii vorbirii.

Prima metod este recunoa terea statistic a vorbirii (Satistical Speech Recognition)
prin care se dore te modelarea unit ilor lingvistice (foneme, silabe, cuvinte) utilizand
modelele Markov ascunse (Hidden Markov Models) [64, 93, 94, 95, 111]. Aceast metod
este ceamai popular i mai largr spandit .
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Ceddt direcie dorete s utilizeze cuno tin ele din domeniul re elelor neuronae
artificiale i se nume te abordarea conexionist (Connectionist Speech Recognition) [18,
22, 84,112, 115].

Exist totodat i o0 a treia abordare care dore te s rezolve problema recunoa terii
folosind ambele tehnici, numit metoda hibrid de recunoa tere a vorbirii (Hybrid
HMM/ANN Systems) [18]. Tn aceast a treia categorie se inscrie i tema prezentei teze de
doctorat, deoarece trateaz ambele abord ri: re elele neuronale pentru modelarea acustic

i modelele Markov pentru modelarea lingvistic .

Un sistem statistic de recunoa tere a vorbirii poate fi descris matematic dup cum
urmeaz [13, 18, 60, 64, 65]: avand ladispozi ie un set de vectori acustici A={a,,a,,...,a,}
dup stagiul de extragere a caracteristicilor semnalului vocal, ¢ ut m cea mai probabil
secven deunit i lingvistice W* ={w,,W,,...,w} .

W+ =argmax{ P(W | A)} Ec. 1.1

Ecuaia 1.1 poate fi transcris conform reguli lui Bayesdup cum urmeaz :

W+ =argmax{ P(A|W):PW)} Ec. 1.2

In ecuaia 1.2 probabilitatea condiionat P(A|W) reprezint modelul acustic
(acoustic model) al sistemului, iar probabilitatea P(W) reprezint modelul lingvistic
(language model) a sistemului.

fn mod obi nuit Tntr-un sistem statistic de recunoa tere a vorbirii se utilizeaz
pentru evaluarea ambelor probabilit i modele Markov ascunse. In cazul sistemelor
hibride, modelarea acustic este realizat prin metoda conexionist bazat pe reee
neuronale artificiale de tip perceptron multistrat (Multi Layer Perceptron), re ele neuronae
recurente sau atetipuri de re ele neuronale [18, 42, 55, 75, 97, 98, 99, 112].

Re elele neuronale sunt utilizate in ultimii ani cu succes pentru recunoa terea
formelor. Magjoritatea re elelor neuronale folosite pentru recunoa terea formelor pot
clasifica ssimbolurile de la intrare separandu-le prin suprafee de decizie neliniare
complexe. Singuralor deficien este necesitatea unui set de antrenare de dimensiuni mari,
format din perechi intrare — ie ire. Exist i re ele cu autoorganizare care pot fi antrenate
nesupervizat.

O astfel de problem este i clasificarea fonemelor pe baza caracteristicilor extrase din
semnalul vocal. Cele ma populare abord ri sunt cele care utilizeaz coeficieni Mel
cepstrali - MFCC (Mél Frequency Cepstral Coefficients) sau coeficien i perceptuali de
predicieliniar - PLPC (Perceptual Linear Prediction Coefficients) [60, 73, 111].

Modelul lingvistic este un element deosebit de important a oric rui sistem de
recunoa tere a vorbirii continue. El Tmbun t e te semnificativ performan ele sistemului
restric ionand unele combinaii de unit i lingvistice care nu sunt posibile sau oricum nu ar
avea sens. Restric ionarea introdus Thseamn de fapt o reducere a spaiului de ¢ utare a
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solu iilor. Modelele lingvistice Thglobeaz informaii a priori Tnsu ite n prealabil pe baza
unor colec ii mari de texte de antrenare numite corpusuri.

Modelele lingvistice pot fi realizate in ma multe moduri, utilizand diferite unelte
matematice. Tn general ele pot fi Tmp r itein urm toarele categorii [8, 13, 24, 33, 64, 65]:

modele uniforme, in care fiecare unitate lingvistic este echiprobabil ;

modele lingvistice cu automate secven iale cu st ri finite, care dau rezultate bune
doar in cazul sistemelor de recunoa tere a vorbirii Th care sunt permise numal
catevatipuri de construc ii gramaticale bine definite;

modele lingvistice gramaticale (Context Free Grammar - CFG), care iau in
considerare structura sintactic a frazelor determinand p rile de vorbire (sunt
bazate pe cuno tin e gramaticale);

modele lingvistice gramaticale statistice (Probabilistic Context Free Grammar -
PCFG) care ata eaz valori de probabilit i regulilor din CFG;

modele statistice (n-gram), care se bazeaz pe probabilit ile condi ionate ale
cuvintelor consecutive utilizand lan uri Markov.

Ced ma des utilizaa model lingvistic este cel dtatistic atat pentru simplitatea
implement rii cat i pentru rezultatele bune ob inute [10, 38, 64, 65, 102, 53]. Nu in
ultimul rand trebuie precizat, ¢ acest tip de modele lingvistice se bazeaz pe modelele
Markov ascunse i datorit acestui fapt pot fi integrate cu u urin  n sistemele statistice de
recunoa tere avorbirii.

Exist diferite unelte disponibile in scopuri de cercetare care rezolv anumite probleme
dintr-un sistem automat de recunoa tere a vorbirii, cum ar fi: HTK Toolkit [117], CMU-
SLM Toolkit [109], SRI-LM [107], LVCSR engine Julius [67] sau motoarele de
recunoa tere a vorbirii continue dezvoltate de CMU Sphinx Group [108]. Putem aminti i
dou unelte Matlab: VoiceBox Toolbox [113] i HMM Toolbox [58], primul conine
diferite func ii pentru preprocesarea i extragerea caracteristicilor ssmnalului vocal iar cel
de a doilea implementeaz modelele Markov ascunse i con ine func ii pentru antrenarea

I evaluarea acestora.

Obiectivul principa al tezei estes aduc contribu ii Th domeniul recunoa terii vorbirii
continue i a prelucr rii limbgului natural. Contribu iile se nscriu in trei direcii de
cercetare principae:

prelucrarea semnalului vocal avand ca obiectiv extragerea caracteristicilor Mel
cepstrali i aparametrilor delta i acceleraiedin vorbirea continu ;

modelarea acustic prin clasificarea fonemelor din vorbirea continu utilizand
diferitetipuri dere ele neuronae artificiae;
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preprocesarea corpusurilor de texte i modelarea lingvistic atét pentru limba
englez ca i pentrulimbaroman .

Lucr ri proprii reprezentative din aceste domenii, publicate n reviste de speciaditate
sau in volumele unor conferin einternaionale, sunt: [38-44].

Cele tre domenii de cercetare men ionate se incadreaz in domeniul recunoa terii
statistice a vorbirii continue, fiecare dintre ele reprezentand de fapt cate un modul a unui
astfel de sistem statistic de recunoa tere.

Teza este organizat pe ase capitole: Introducere, Caracteristicile semnalului vocal,
Recunoa terea statistic a vorbirii, Modelarea acustic , Modelarea lingvistic i Concluzii.
in afar de cele ase capitole men ionate, teza cuprinde i un rezumat, liste de tabele |
figuri, repere bibliografice i anexe. Fiecare capitol este larandul lui divizat Tn subcapitole

i con inelafinal rezultate experimentale i concluzii.

Primul capitol al tezel reprezint o introducere in domeniul recunoa terii vorbirii. Acest
capitol realizeaz plasareatezei in domeniu precum i trecereain revist a stadiul actua a
cercet rilor Tn domeniu. Tot aici sunt prezentate obiectivele tezei precum i organizarea
tezei pe capitole.

Ce de a doilea capitol prezint caracteristicile din domeniul timp i frecven a
semnalului vocal i descrie am nun it modul de calcul a caracteristicilor Mel cepstrali i1 a
caracteristicilor perceptuali de predicie liniar — caracteristici utilizai Tn majoritatea
sistemelor actuale de recunoa tere a vorbirii continue, independente de vorbitor. Tn acest
capitol sunt prezentate aspecte practice ale extragerii parametrilor semnalului vocal prin
prezentarea proiect rii i dezvolt rii aplicaiel proprii pentru extragerea caracteristicilor
Mel cepstrali precum i aparametrilor delta 1 acceleraie.

Capitolul trei prezint modelele Markov ascunse care stau la baza sistemelor de
recunoa tere statistice a vorbirii. Sunt descrise cele trei probleme fundamentale care
trebuie rezolvate in cazul modelelor Markov: antrenarea, evaluarea i decodarea precum |
algoritmii consacrai cum ar fi algoritmul de Tnaintare i de revenire, agoritmul Viterbi i
algoritmul de decodare cu stiv A”. Capitolul trece in revist atat modelele Marcov discrete
cat i celesemicontinue i continue.

Capitolul patru cuprinde prezentarea structurilor de re ele neuronale artificiale utilizate
pentru clasificarea fonemelor in vederea model rii acustice, incepand cu re elele de tip
perceptron multistrat, reele cu intarzieri temporae pan la reeéee recurente. Dup
descrierea teoretic , sunt prezentate aplicaiile pentru crearea, antrenarea | testarea
reelelor neuronale i1 experimentele de clasificare a fonemelor precum i rezultatele
ob inute pe celedou baze de date: OASIS Numbers i TIMIT.

Capitolul cinci este dedicat model rii lingvistice. Sunt descrise tipurile de modele
lingvistice i sunt prezentate detaliat modelele lingvistice statistice (n-gram): unigram,
bigram i trigram. Tot in acest capitol sunt tratate metodele de netezire a probabilit ilor
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precum i metodele de reducere a modelelor lingvistice. Acest capitol trateaz | metodele
de evaluare a modelelor lingvistice prin introducerea no iunii de perplexitate. La finalul
capitolului sunt prezentate metodele pentru preprocesarea corpusurilor n vederea
model rii lingvistice i sunt prezentate cateva rezultate experimentale ob inute folosind
corpusurile Sherlock Holmes [117], Susane [103] i Constitu ia Romaniei [39]. Tot Tn acest
capitol este descris arhitecturaaplicaiel proprii pentru modelarealingvistic .

In Incheierea tezei, In capitolul ase, sunt prezentate contribu iile proprii i concluziile
finde dup care urmeaz enumerarea reperelor bibliografice utilizate in cursul redact rii
tezei.

Anexele cuprind Codurile de transcriere fonetic SAMPA, Codurile de transcriere
fonetic ARPABET precum i lista de lucr ri publicate in extenso, din domeniul tezei de
doctorat, publicate in reviste de interes naional indexate CNCSIS sau reviste internaionale
indexate.
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Num rul de treceri prin zero este un parametru simplu de calculat i deosebit de
important a semnalului vocal. De cele mai multe ori se folose te impreun cu energia
semnalului vocal - prezentat Tn subcapitolul urm tor - pentru detecia vorbirelini te
respectiv pentru detec ia sonor - nesonor.

Expresia matematic a num rului de treceri prin zero (Zero Crossing Rate) este
conform [60, 73]:

N-11- %n(xml) >€gn(xn)
n=0 2 Ec. 21

ZCR=

#

Energia semnalului reflect variaia in timp a amplitudinii semnalului voca. Se
utilizeaz atét pentru determinarea secven elor sonore respectiv nesonore, cat i pentru
detec ialini te—vorbireTmpreun cunum rul de treceri prin zero.

Dac energiasemnalului este mare, inseamn ¢ avem o secven de vorbire sonor . O
valoareredus aenergiei indic lipsavorbirii (lini te) sau existen aunei secven e nesonore.

Formula pentru calculul puterii pentru un semnal vocal s(t), este [60, 73]:

¥
E= s°(t)dt Ec. 2.2
-¥
De cele ma multe ori ins avem de a face cu un semnal e antionat, i calcul m
valoarea energiel pe un termen scurt, determinat de fereastra de analiz . Tn acest caz se
folose terelaiadeinsumarein locul integralei:

k
E. = x*(n) Ec.23

n=1
unde x(n) reprezint e antioanele semnalului vocal dup ferestruire:
x(n) = s(n) >w(n) Ec.2.4

Tn Ecuaia 3.4, s(n) reprezint semnalul vocal, iar w(n) este func iafereastr (window).
Ferestruirea semnalului Tnseamn  Thmul irea n domeniul timp a semnalului vocal cu
func iafereastr .

Pe lang exemplul de ma sus, energia semnaului vocal se poate determina i
printr-o metod recursiv utilizand formula:
N N

P()=- a,(i)*P(n- i)+_bbpw(j)>€2(n- i) Ec. 25

i=1 =
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unde ay, respectiv by, reprezint  coeficienii a dou filtre digitale trece jos (de obicei
deordinul 1 sau 2).

$|
% $

Avansand un pas in complexitatea termenilor, frecven a fundamental este in mod
evident o parte important adezvolt rii recunoa terii semnalului vocal. Este legat Tn mod
direct de abilitatea noastr de a diferenia frecven e Tn undele sonore. Studiul urechii
externe i interne incearc s explice cum este introdus aceast informaie Tn creierul
nostru. O observaie este ¢ la un om cohleea, datorit formel sale, poate identifica benzi
de frecven prin localizarea rezonan elor care au loc in ea. La intrarea in urechea medie,
sunetul areinc formaunei unde de presiune. Urechea mijlocie traduce unda de presiune in
vibraii pentru urechea intern , unde are loc andiza. Tn urecheaintern se g se te cohleea,
un organ in form de spiral , de-a lungul c reia exist dou membrane: membrana
Reissner i membrana bazilar . Undele mecanice create de urechea mijlocie trec de-a
lungul membranel bazilare, dinspre baza tare, mai ingust , spre cap tul mai larg i mai
slab. Georg von Bekesy aar tat ¢ membranabazilar se comport diferit pentru sunete de
frecven e diferite. El a descoperit ¢ membrana vibreaz maximal aproape de baz pentru
frecven e Tnalte, iar la partea opus bazei, aproape de apex, pentru tonuri de frecven
joas . Astfel, membrana bazilar tinde s separe spaial frecven ele diferite ale semnalului
de intrare. Cercet ri moderne au ar tat ¢ membrana bazilar este acordat Tngust pe
frecven a sunetului stimulator. Se crede de asemenea c printr-un eventual proces activ se
fac condi ion ri adi ionale ale semnalului pentru a cre te precizia determin rii frecven ei.
Sunetul este codat i transmis in componente de frecven , celulele corticale fiind specific
receptive la frecven : celulele sunt aranjate tonotopic, fiecare fiind maxim receptive la o
frecven  specific . Acest fenomen nu apareins pentru frecven ele inalte (peste 5 KHz).

The cochlea
and attached
auditorny nerve

Fig. 2.1. Cohleea [79] Fig. 2.2. Sensibilitatea lafrecven de-a lungul
membranei bazilare [79]

Abilitateanoastr de adiferen iafrecven ele pares respecte o regul logaritmic . Cao
prim aproximare, dac df este rezoluiain frecven a sistemului nostru auditiv n jurul
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frecven @ f, putem observa ¢ raportul df/f este aproape constant pe intreg domeniul de
frecven e audibile. Un studiu ma exact arat ¢ acest raport se degradeaz dac durata
stimulului scade, i de asemenea se degradeaz sistematic pentru frecven e mai mari de 5
KHz (poate pentru ¢ nu mai are loc codareatemporal ).

No iunea de pitch este relevant numai pentru sunete periodice sau pseudoperiodice. Tn
cazul unei structuri armonice aceast frecven corespunde fundamentalei, ins este
important faptul ¢ aceast component spectral nu trebuie s fie de energie maxim |,
poate chiar s lipseasc din descompunerea spectral a semnaului. Pentru sunete
pseudoperiodice asociem aceast frecven cu frecven afundamental acelel mai posibile
structuri armonice, ins aceasta nu este o defini ie. O astfel de defini ie ar impiedica
explicareafenomenului perceptual observat pe subiec i umani.

Exist patru tipuri de algoritmi sau metode utilizate pe scar larg Tn prezent pentru
calculul frecven el fundamentale.

Unul dintre primele metode ap rute, care este i ceamai simpl dintre toate, este de a
m sura periodicit ile din semnalul vocal, i pe urm aegerea unei frecven e din cele
g sitedrept frecven fundamental . Acest algoritm poart denumirea Gold - Rabiner dup
cel doi cercet tori care |-au implementat pentru prima oar . Acest algoritm a dat na tere
mal apoi | altor idei pentru calculul frecven e fundamentale prin analize efectuate n
domeniul timp. Pan in momentul de fa este un algoritm foarte popular datorit
simplit ii inimplementare, ins nud rezultate satisf ¢ toare.

Un alt tip de agoritm este cel dezvoltat de N.S.A. (National Security Agency) —
AgeniaNaiona de Securitate a Statelor Unite ale Americii. Acest algoritm se bazeaz pe
func ia AMDF (Average Magnitude Difference Function). Aceast func ie are proprietatea,
c prezint minime distan ate exact cu perioada fundamental T, a semnalului vocal.
Expresiamatematic cu care secalculeaz aceast funcieeste[73]:

N
AMDF (M) = [X, - X\

k=1

Ec. 2.6

O a treia clas de metode se bazeaz pe conceptele program rii dinamice. S-a
demonstrat, ¢ aceste metode ofer cele ma bune performan e intr-un larg domeniu d
mediului Tn care se face recunoa terea, inclusiv mediile zgomotoase. Aceste metode
calculeaz ma multe corelaii i modific ri spectrale ale semnalului voca calculand o
frecven fundamental optim pentru semnal.

In final, cea de a patra metod este bazat pe analiza cepstral , dat fiind faptul, c
cepstrumul unui semnal vocal (i nu numai vocal) reflect periodicitatea acelui semnal. Tn
cepstrum se poate vedea, ¢ maximele sunt distan ate exact cu valoarea Ty, perioada
fundamental . Tn cazul in care nu g sim maxime distan ate periodic, inseamn ¢ por iunea
de semnal analizat este o por iune de semnal voca nesonor. Aceast metod este deseori
folosit pentru aplicaii experimentale, ins nu poate fi utilizat Tn cazul sistemelor de
recunoa tere a semnalului vocal in timp real, datorit timpului relativ mare de calcul pe
careil necesit .
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Adeseafrecven afundamental se exprim intr-o scar logaritmic , conform formulei:
F(n) =log,, f,(n) Ec. 2.7

Tn mod normal frecven afundamental aunei secven e sonore se situeaz intre 50 Hz i

500 Hz, iar prin conven ie, pentru secven ele nesonore frecven a fundamental Fo nu se
caculeaz iseconsider O.

$&

Coeficien ii Mel cepstrali sunt coeficienii cel mai des utilizai i care dau cele mai
bune rezultate in sistemele automate de recunoa tere a vorbirii [60]. Exist 0 serie de
abord ri in literatura de specialitate pentru extragerea acestor caracteristici, toate avand ca
elemente comune ma mul i pa i, conform Fig. 2.3.

Fig. 2.3. Extragerea caracteristicilor Mel cepstrali

Preprocesarea asigur amplitudine identic in cazul semnalelor de frecven e diferite.
Pentru realizarea acestui lucru folosim un filtru FIR (Finite Impulse Response) de ordinul I,
cu func iadetransfer:

H(z)=1- axz*cu0£af£l Ec. 2.8

Componentele spectrale cu frecven  mare au amplitudine mai mic decét cele de
frecven joas . Astfel preprocesarea are rolul de a egaliza componentel e spectrul ui.

Exprimat Tn domeniul timp, preprocesarea se poate efectua cu formuladin Ec. 3.9:
X' (n)=x(n)- a>x(n- 1 Ec. 2.9

Constanta de preprocesare a iavalori apropiate de 1 (al [0,95,0,97] ). Valoareatipic de
0,95 asigur o amplificare de peste 20 dB pentru componentele cu frecven  Tnalt .

Fig. 2.4 prezint un segment de semna vocal Tnainte de preprocesare, iar Fig. 2.5
prezint acela i segment de vorbire dup efectuarea preproces rii.
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Amplitudine

4 - B

Numar de esantioane

Fig. 2.4. Segment de semnal vocal Thainte de preprocesare

AmpJitudine

Numir de e&ar;tiuane

Fig. 2.5. Segment de semnal vocal dup de preprocesare

Dup preprocesare semnalul vocal este imp r it pe cadre de lungime 10 - 30 ms cu o
suprapunere de 15 - 50%. Pe aceste cadre semnalul vocal poate fi considerat cvasistaionar.
Extragerea caracteristicilor serealizeaz pentru fiecare cadru in parte.

%

Principalul rol al unel ferestre de e antionare este eliminarea efectelor fenomenului
Gibbs (riplurile care apar lar spunsul in frecven mai aesla capetele benzii), care rezult
din trunchierea seriilor infinite. Ferestruirea const 1n Tnmul irea unui cadru a semnalului
vocal cu o funcie fereastra. Multiplicarea cu o fereastr n domeniul timp produce o

convolu ie sau o netezire in domeniul frecven
X, (n) =w(n) xx, () Ec. 2.10

Procesul de ferestruire adatelor este ar tat in Fig. 2.6:
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Fereastra
/__\ Latimea lobubu
|
X - FFT ﬂ \
Fereastruirea Domenmnl frecventa
domeniuln timp

Domeniul timp

Fig. 2.6. Efectul ferestruirii semnalului vocal Tn domeniul timp i frecven

Fereastra cea mai des utilizat este fereastra Hamming. Mai pot fi folosite fereastra
rectangular , fereastra Hanning sau fereastra Blackman, care sunt cazuri speciale ale
ferestrei cosinus generalizate.

Fereastra Hamming arelabaz funcia[17, 79]:

2 =0,.,N-1
054- 0,46cos P "
w(n) = N-1 Ec.2.11
0 altfel
1
0%
2 06
=
£
[=5
E 04
0.2
] &0 100 160 200 ZH0 00
egantioane

Fig. 2.7. Fereastra Hamming pe 256 de e antioane in domeniul timp

Aceast funciefereastr arelobul principa larg, ceeaceinseamn ¢ seafl ma mult
energie in lobul principal i mai puin in ripluri. Fereastra Hamming are lobi laterali mici
a acum se poate vedea din Fig. 2.7.

n aplicaiile practice nu se utilizeaz ferestre de analiz mai scurte de 8 ms, valoarea
ceamai des utilizat fiind de20 ms[17, 88].

() %

Pasul urm tor const in efectuarea transformatei Fourier rapide Tn cazul fiec rei
ferestre:
N-1

X (") = x/(n)yxe Ec. 2.12
n=0
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Transformata Fourier este metoda standard de analiz spectra . Complexitatea
algoritmului scade semnificativ, dac utiliz m transformata Fourier discret . Dac
consider mvalorile nechidistante, deex. w =2pk/ N, formulade calcul devine:

X, (k) = X, (e'#'Ny k=0,... ,N-1 Ec.2.13

Dac num rul e antioanelor N se alege ca puterealui 2 (N =2°, unde p este un num r
natural), complexitatea algoritmului scade i vafi de ordinul Nlog(N) folosind transformata
Fourier Rapid (Fast Fourier Transform).

Informaiile privitoare la faz pot fi neglijate deoarece nu conine informaii
importante. S-a demonstrat experimental, ¢ informaiile de faz sunt nesemnificative,
semnalele generate cu faze aleatoare pot fi recunoscute cu u urin dac se menine
continuitatea fazei ntre cadrele succesive [13].

* % &

O aproximare bun a procesului de analiz din sistemul auditiv uman este reprezentat
de filtrarea pe scad Mel. Formula de calcul pentru trecerea de la Hz la Mel este conform
[60]:

frecventa_mel =1125X4n(1+ L) Ec. 2.14
700

Conform Fig. 2.8 scala Mel este 0 scal logaritmic dup valoareade 1 kHz, iar pan
injurul vaorii de1 kHz, tindes fieliniar .

Frecventa (Mel)

5000 —
_'____.J""'
1000
L
100 /!
//
10 A
//
D rd
0.001 0.01 0.1 1.0 10

Frecventa (kHz)

Fig. 2.8. Reprezentarea grafic a scalel Mel in func ie de scalaih Hz

Aceast analiz const dintr-un banc de filtre FIR (Finite Impulse Response), trece
band , care sunt aliniai cu frecven ele centrale pe scalaMdl.

Filtrele pot fi alese Tn diferite moduri, existand mai multe abord ri Tn literatura de
specidlitate.

Primadintre abord ri prezentat n lucrarea[60] presupune ¢ benzilefiltrelor se vor
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alege astfel incat s fieegalecul imiledeband critice corespunz toare frecven elor lor
centrale. Tabelul 2.1 prezint frecven ele centrale 11 rgimile deband pentru aceste filtre.
Expresial rgimii benzii critice este [88]:

2

B Ec. 2.15

=25+751+14x f

critic 1000

Aceast expresie poate fi utilizat pentru a calcula | rgimile de band pentru filtrele
care au diferite frecven e centrale. Punctul comun in toate metodele este num rul filtrelor
utilizate: 24.

HH 9
%$ & # +I $# $

$ # 0 .# O

4 4 4. .
- - 4, .
5 5 4. .
6 6 4. .
7 7 4. .
8 8 4, .
9 9.. 4. .
L. 4. .
/ /.. 4. .
4 4. .. 4-6
44 446/ 48
4- 45- 4.6
45 4748 -44
46 4964 - 6-
47 - -9
48 --19 5-.
49 - 85/ 589
4. 5.54 6--
4/ 56: - 6: 6
-. 6... 778
-4 67/ 7 85/
-- 7-9: 956
-5 8.85 65
-6 8/ 86 18/

Tabelul 2.1. Frecven ele centrale i benzilefiltrelor FIR [dup 60]

Conform [13] filtrarea M€l serealizeaz prin calculul pentru fiecare cadru aconvolu iei
dintre semnalul vocal i filtrul Mel corespunz tor. Folosim 24 de filtre Md dintre care
primele 10 au | imeega i sunt uniform distribuite intre 0 i 1 kHz, iar celelalte 14 au
| ime(D,,) variabil , carecre tedup urm toarearelaie:

D,=12" D, , Ec.2.16
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Pentru calculul frecven elor centrale se folose terdaia
b,=b,,+D, Ec. 2.17
w

Pentru frecven ele

c

egale i uniform distribuite. L rgimeade band afiltrului meste 2D, .

= f <1 kHz D, se alege astfel incat s avem 10 filtrecul imi

Avantajul acestei metode este ¢ nu necesit calcule foarte multe. Filtrele triunghiulare

Up_ (k) pot fi calculate conform relaiei:

K <D, ® 1- K|/ D,

Hon (0= K2 D, ® 0

Ec.2.18

O formul alternativ pentru calculul filtrelor triunghiulare este prezentat n Ec. 3.19.
Utilizand aceast relaiefiltrele triunghiulare vor avea amplitudine descresc toare odat cu

ordinul filtrului, a acum sunt prezentate in Fig. 2.9.

Ok< f[m-1
2Ak- flm- 1) f[m- TEKE f[m
Hgg= (M3 - D(Fnd- fm-3) e 216
Af[m+D- k) M EKE fme+]
(flme+3- flm- P)(F[m+1- f[n)
0.k>f[m+]
1 b
=08 -|
£ (1)
2 i
—E-Oﬁ I'||||'|.L l
Z {m ]
04 | | \ A
l(li || ."'-il'
02 ‘ 1l I
| Ili (A A =1
oa..'-_i".li_lh'.__f“f__;&ui VAVAN m Pas xm}__. N
Frecventa [Hz]
Fig. 2.9. R spunsul infrecven afiltrelor Mel [43]
le ireafiltrului msecalculeaz astfel:
bm+Dm
Y, (m) = X, (KUp (k+by) Ec. 2.20
k=br- Dpn
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Structurafiltrelor Mel este prezentat in Fig. 2.10:

Y (1)
» U A (k+b1) }——p
1
0 y u:i-Dn . nﬁ:w} - Hz
Y
» U A {(k+b2) iﬁ
X1tk) ? A U
0 Y abp0 0 BODO0 Ha

Yy{m)
Uﬁ (k+h24} }——vp

L 4

. ,/\x ;
000 = BOOO " Mz

24

Fig. 2.10. Bancul defiltre triunghiulare [13]

+

Pasul urm tor reprezint calculul energiel unei ferestre folosind relaia

E=lg( y(i)?) Ec. 2.21

) $ &

Calculul coeficienilor cepstrali se redlizeaz utilizand transformata cosinus discret
(DCT) in locul transformatei Fourier inverse din considerente de reducere a volumului de
calcul pentru valorile ob inute laie irilefiltrelor Mel. Astfel ob inem 24 de coeficien i Mél
cepstrali din carein mod obi nuit utiliz m 13 pentru recunoa tere.

M 1
Y™k = log{Y,(mfxcos k m- = £ k=0,..L Ec.2.22
m=1 2 M

Primul coeficient este aproximativ egal cu energia semnalului i din aceast cauz de

cele mai multe ori nu este luat Tn considerare i seinlocuie te cu energia semnalului.

Principalul avantg] a coeficien ilor cepstrali este ¢ nu prezint corelaie mareintre ele.
Problema lor este ¢ m rimea coeficienilor scade odat cu ordinul coeficienilor i
coeficien i de grad mare sunt foarte mici fa de cele cu grad mic. Din motive practice este
necesar scalareacoeficienilor astfel incét eles fiedem rimi aproximativ egale. Scalarea
serealizeaz prin procedeul numit cepstral liftering, folosind relaia[117]:

W= %Si n(p_in)) xy™ (k) Ec.2.23

Pentru a cre te robuste ea coeficien ilor Mel cepstrali se poate efectua i sc derea
mediel cepstrale (cepstral mean subtraction) deoarece efectul datorat trecerii printr-un
canal de transmisie const n multiplicarea spectrului semnalului vocal cu funcia de
transfer a canalului. Tn domeniul cepstral nmul irea devine adunare prin utilizarea
propriet ilor logaritmului.
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Pentru calculul coeficien ilor delta i delta-delta se consider doar primii 13 coeficien i
cepstrali, astfel obindndu-se cate 39 coeficieni pentru fiecare fereastr de andiz .
Coeficien ii delta i delta-delta (acceleraie) se caculeaz cadiferen e temporale de ordinul
intél i doi alecoeficienilor cepstrali curelaia

Ij-{Yt} = lj_l{yt{l_} - Ij_l{yt-l}' Ij){ yt} = yt Ec. 2.24

Ace ti coeficieni pot capta schimb rile in dinamica semnalului vocal. Formula din
ecuaia 3.24 se utilizeaz atét pentru calculul coeficienilor delta céat i pentru coeficien ii
delta- delta

Vectorul de caracteristici utilizat Tn sistemele actuale de recunoa tere a vorbirii con ine
deci 13 coeficieni Méel cepstrali (primul coeficient fiind Tnlocuit cu energia semnalului)
al turi de 13 coeficien i delta i 13 coeficien i delta-delta:

y, ={y™ K),&,Dly™ (0}, D{e ), H{y™ ()}, D*{e.}} Ec. 2.25
/ 0 $ &

Pentru extragerea coeficien ilor Mel cepstrali putem utiliza aplicaiaHTK Toolkit, care
con ine func ii predefinite pentru extragerea acestor coeficieni. HTK ofer i posibilitatea
de acalculacoeficien ii delta i delta- delta.

Coeficien ii Mel cepstrali pot fi extrai i cu funciile puse la dispozi ie de VoiceBox
Toolbox utilizénd platforma Matlab.

Pentru extragerea caracteristicilor am dezvoltat o aplicaie proprie prezentat 1in
lucr rile [35, 42-43] utilizénd platforma Matlab, care pe lang extragerea caracteristicilor,
permite configurarea parametrilor necesari pentru extragere cum ar fi dimensiunea
cadrelor, procentul de suprapunere a cadrelor, tipul ferestrel de analiz , num rul filtrelor
Me i num rul coeficien ilor extra i. Aplicaiaconstruie te i salveaz vectorii acustici de
diferite tipuri: cu sau f r parametrii dinamici (delta), cu sau f r context. Aplicaia
construie te seturi de antrenare care conin vectorii acustici i ie irea dorit extras din
fi ierele de segmentare ale vorbirii. Aceste seturi pot fi utilizate pentru antrenarea
modelului acustic asistemului de recunoa tere a semnalului vocal.

Structura aplicaiel este prezentat in Fig. 2.13 iar interfaa grafic se poate vedea in
Fig. 2.12.

Aplicaiaafost testat folosind bazele de date TIMIT [110] 1| OASIS Numbers [81] i
rezultatele ob inute au fost confruntate cu cele ob inute cu HTK Toolkit urmand s fie
utilizate pentru clasificareafonemelor din cele dou baze de date.

Pentru validarea coeficien ilor, am redlizat o interfa pentru extragerea parametrilor
utilizénd HTK Toolkit. Diagrama de activit i pentru aceast aplicaie este prezentat in
Fig. 2.11.
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adevarat

Fig. 2.11. Diagrama de activit i aaplicaiei de extragere a caracteristicilor Mel cepstrali utilizand HTK
Toolkit

Pentru comparaie ambele aplicaii au fost parametrizate identic i sau extras
coeficien ii Mel cepstrali i coeficien ii dinamici pentru bazele de date OASIS Numbers i
TIMIT.

Ambele aplicaii citesc un fi ier de configurare care stocheaz o list cu calea de acces
i denumirile fi ierelor wav pentru care se dore te extragerea caracteristicilor, se seteaz
parametri | se efectueaz extragerea i salvarea coeficienilor. Totodat se extrage i codul
fonemului corespunz tor cadrului analizat pe baza fi ierelor de segmentare | a
dic ionarului de foneme abazel de date i sesalveaz Tmpreun cu vectorii acustici.
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Fig. 2.12. Interfa agrafic aaplicaiel pentru extragerea caracteristicilor Mel cepstrali

Fig. 2.13. Diagrama de activit i aaplicaiei proprii pentru extragerea parametrilor
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Acest tip de analiz reprezint un instrument deosebit de puternic pentru analiza
semnalului vocal. Este numit 1 modelare autoregresiv . Este o metod simpl i rapid
pentru estimarea principalilor parametrii a semnalului vocal. Denumirea din literatura de
speciaitatein limbaenglez este LPCC (Linear Prediction Coding Cepstral Coefficients).

A

£t
T‘- Kt

RRRRAE

Fig. 2.14. Principiul analizei LPC

Ideea metodei de analiz are labaz corelaia care exist intre e antioanele succesive
ale semnalului. Astfel s-a observat, ¢ e antionul curent poate fi exprimat (aproximat)
printr-o combinaie liniar a e antioanelor anterioare. Minimizand eroarea de aproximare
pe un interval finit, se poate determina un set de coeficien i numi i coeficien i de predicie.
Ace ti coeficieni g s i descriu semnalul i spectrul pe un interval scurt de timp.

in imaginea de mai sus este reprezentat un semnal vocal e antionat. x; reprezint

e antionul curent, Xt reprezint e antionul prezis sau estimat, iar  este eroarea de
predic ie, care se poate exprimaprin urm toareaformul matematic [88]:

G =X % Ec. 2.26

Dac formulade predic ie (polinomul predictor) este:

i=1 _ Ec.2.27
unde:
i —sunt coeficien ii de predic ie
Xi —Sunt e antioanele anterioare
Formula pentru eroarea de predic ie va deveni:
P
& =Xt & X Ec.2.28
i=1
Dac funciadetransfer apolinomului predictor este:
P

F(2=- a,x' Ec. 2.29
i=1
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atunci e antionul prezis (estimat), poate fi exprimat astfel:

X(2) = F(2) %X (2) Ec. 2.30
Eroarea de predic ie vafi:

E(2) = X(2)- X(2) Ec.2.31

E(2) = X(2[1- F(2)] Ec. 2.32

Filtrul invers, notat cu A(2) vafi:
p

Az)=1+ a,xz' Ec. 2.33
i=1

( 1 $ $

Ideea de baz porne te de la principiul ortogonalit ii. Eroarea medie p tratic aerorii
de predic ie pe un interval detimp dat (t0, t1) este [88]:

o Ec.2.34
Aceast valoarevatrebui minimizat pentruag s coeficien ii depredicie ;.

f p f1 p
E= (X + a%.)°= (@, + a ».)°,undea,=1 Ec.235
t:to i=1 t:to i=1

b p 5 b p P
i) = ( a; xa; ¥%.; %%_;) Ec.2.36
t=tg =0 t=tg =0 j=0
Minimul expresiel erorii medii p tratice il ob inem, derivand eroarea medie p tratic E
i f candu-l egal cu O:

p N
£=2 a x; =0, j=1p Ec.2.37
ﬂaj i=0
i1

Dinceledou ecuaii dema susseobinecuaiile Yule- Waker:

I
i=0 t=tg

X %% ; =0 Ec. 2.39

Pentru rezolvarea acestel ecuaii exist dou metode, cum ar fi: metoda covarian e sau
metoda autocorelaiei.
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Stabilireafiltrului de predic ie se face luand Tn consideraie urm toarele aspecte:

filtrul nu este stabil, dac fereastra de analiz este prea mic sau dac num rul
coeficien ilor de predic ie (p) este preamic;

H(z):i

A(2) Ec. 2.40

stabilitatea filtrului este garantat doar dac r d cinile numitorului A(z) sunt in
cercul unitar;

dac avem un ordin de predicie p, prea mic, se pierd informaii i predicia este
incorect ( mare). Dac ordinul de predic ie p este mare, cre te num rul de calcule,
cre tememorianecesar pentru stocarea e antioanelor precedente. Astfel ordinul de
predic ie se alege in func ie de frecven ade e antionare, conform urm toarei relaii:

p> f_[kHz] + 2(max 4) Ec. 241

Eroarea normalizat se define te conform formulei % . Pentru segmentele sonore

eroarea normalizat este mai mic decéd pentru segmentele nesonore, datorit faptului ¢
analiza LPC este mult mai bun pentru semnale cvasistaionare in timp. La segmentele
nesonore, eroareanormalizat cre te i predic iadevinemai slab .

Odat cu cre terea ordinului de predic ie, scade eroarea normalizat , ceea ce este |
normal, ins de la o valoare, cre terea ordinului de predicie nu ma aduce Tmbun t iri
semnificative Tn procesul de predic ie, eroareanormalizat sc zand doar foarte pu in [60].

A
E
1 4
ﬂlB. 3 secvente
nesonore
0,64
secvente
044 sonore
0,2
———t——t——t————>

1 2345678 91 p

Fig. 2.15. Efectul m ririi ordinului unui filtru LPC

Lungimea ferestrel de analiz este i ea un factor deosebit de important in realizarea
practic a unei analize LPC. Astfel, dac avem lungimea N a ferestrel de analiz mic,
rezult mai puine calcule i un algoritm mai rapid. Dac avem o lungime de fereastr mai
mare, coeficien ii sunt calculai cu precizie mai mare, ins durata calculelor cre te. Intre
aceste dou limite trebuie s gjungem la un compromis. Valoarea recomandat a ferestrei
deandiz esteinfunciedefrecven adee antionare i secaculeaz cuformula[60]:
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N =[2..3]4T,[ ] Ec. 2.42

Luand in considerare semnificaia erorii de predicie , se poate rediza o metod de
calcul afrecven el fundamentale. Tn acest sens, se poate observa, ¢ maximele din valoarea
erorii de predic ie sunt distan ate exact cu perioada fundamental asemnalului analizat.

*

Parametrii semnalului vocal seimpart in dou mari grupe:
Caracteristici Tn domeniul timp;
Caracteristici in domeniul frecven .

Parametri din domeniul timp se calculeaz mai u or i mai rapid, ins nu sunt suficient
de puternici pentru a putea fi utilizai singuri Tn sistemele de recunoa tere a vorbirii. Ele
ins pot imbub t i performan ele acestor sisteme. Num rul de treceri prin zero i energia
semnalului vocal sunt parametri cei mai importan i Tn domeniul timp. Energia semnalului
seutilizeaz cu succesin locul primului coeficient Mel cepstral.

Caracteristicile din domeniul frecven sunt mai puternici i pot fi utilizai cu succesin
sistemele de recunoa tere avorbirii.

Coeficien ii Mel cepstrali impreun cu parametri delta | acceleraie sunt combinaia
ceamai des utilizat i dau rezultatele cele mai bune Tn recunoa terea vorbirii. Majoritatea
sistemelor actuale folosesc 13 coeficieni Mel cepstrali Tmpreun cu parametri delta |
acceleraie, deci in total un num r de 39 de coeficieni pentru fiecare cadru de vorbire.
Unele sisteme Tnlocuiesc in vectorul de caracteristici primul coeficient cepstral cu energia
semnalului.
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Recunoa terea statistic a vorbirii are la baz modelele Markov ascunse. De fapt
sistemul de recunoa tere const Tn mai multe modele Markov ascunse inglobate |
inl nuite Tntre ele modele acustice — pentru recunoa terea unit ilor lingvistice (a
fonemelor sau a cuvintelor), modele lingvistice — pentru evaluarea probabilit ii a priori a
succesiunii unit ilor lingvistice.

Un sistem de recunoa tere a vorbirii poate fi descrisca’in Fig. 3.1.

Modelul

| P(AIW)
acusuc

Semnalul

A=f{a.aq, a2, i MWW
vocal

)

Extragerea
caracteristicilor

Decodor

Modelul

lingvistic P(W)

Fig. 3.1. Arhitectura unui sistem de recunoa tere a vorbirii

Modelul matematic a unui asemenea sistem dstatistic poate fi formulat astfel: avand
dup prelucrarea i extragerea parametrilor semnalului vocal un set de vectori acustici:

W* =argmax{ P(W | A)} Ec.3.1
Folosind regula lui Bayes pentru probabilit i condi ionate, ecuaia 4.1. poate fi
rescris sub forma:

P(A|W)xP(W)

W* = argmax{ P(A) } Ec. 3.2

tiind c probabilitatea P(A) este constant , eanu influen eaz maximul, prin urmare se
poate neglija:

W* =argmax{ P(A|W)>P(W)} Ec. 3.3

Inecuaia4.3 avemdou probabilit i:
P(A|W) —reprezint modelul acustic

P(W) — reprezint modelul lingvistic a unui sistem statistic automat de
recunoa tere avorbirii
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Modelul Markov ascuns (MMA) este un model probabilistic foarte des utilizat i care
duce la rezultate incurgjatoare in domeniul recunoa terii vorbirii. Descrierea teoretic a
modelului afost dat  de Baum in 1967, dar aplicaiile in domeniul recunoa terii semnalului
vocal au ap rut numai Tncepand cu anul 1975 i sunt legate de numele lui Baker i Jelinek

[65, 94, 93]. Pe lang domeniul recunoa terii vorbirii, modelele Markov au o serie de
aplicaii i1n ate domenii.

Semnalul vocal poate fi considerat staionar pe segmente de 10 — 20 ms [70, 73].
Folosind aceast proprietate, vorbirea poate fi modelat printr-un proces probabilistic
descris de un automat secvenia cu ¢ ri finite care trece de la o stare la ata Tn mod
instantaneu conform probabilit ilor de tranzi ie. Fiecare stare are asociat caie ire un alt
proces probabilistic care descrie probabilitatea de apari ie aunui vector de caracteristici.

Astfel un MMA con ine defapt dou procese stohastice:

secven a de st ri (states) X a modelului care con ine informaii privind structura
tempora avorbirii;

setul de ieiri sau smboluri de observaii (observations) O ale s rilor care
modeleaz caracterul staionar a vorbirii;

Modelul se nume te ascuns, deoarece secven a de st ri X nu este observabil Tn mod
direct.

Az a33 L E] 55
LS

secventa

de stari
X}
|
1
i .I. I | "‘ 1
"2'[01]': '1"2{02]' :"3'[‘:'3]' Ibglog) '\ bylog) ‘\"5{05}
! L1
2 B B B B
Secventa de
observatii D |:| |:| D |:| D
A
| o2 03 04 o5 %%

Fig. 3.2. Exemplu de model Markov ascuns[117]

Fig. 3.2 reprezint un exemplu de astfel de model care are un set de 6 st ri distincte:
I/1, 2, 3, 4, 5, F/6. Prima i ultima stare I/1 (stareini ial ) i F/6 (stare fina ) sunt st ri
neemitente, deoarece ele nu produc secven e de observaii. Aceste st ri se vor putea folosi

mai tarziu la concatenarea modelelor. Celedte st ri emit una sau mai multe simboluri de
observaii.
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Modelul din figur trece prin secvenadestri: /1 2 2 3 4 4 5
F/6, notat X = (X1, X2, X3, X4, X5, X) | marcat cu linie punctat in figur , i genereaz
secven ade simboluri de observaie: O=(0y, 0z, 03, 04, Os, Op).

Tn cazul general, putem spune ¢ un MMA are un set de St ri notat cu Q = (0, G,
..., Os). Fiecaresecven dest ri Xtrebuies conin doar elemente din setul dest ri Q.

Tranzi iile de la o stare ladtaa modelului sunt guvernate de probabilit ile detranzi ie
a;j (transition probabilities), grupate Tn a a numita matrice a probabilit ilor de tranzi ie
(transition probability matrix).

113955

Ay 8.2
A= ATETTes Ec.34

agag..-Ag

Cu a&; = P(i]j) am notat probabilitatea ca modelul s treac din starea j in starea i.
A adar tranzi ia de la un moment de timp nu este condi ionat decét de starea anterioar |,
nu i de secven ade st ri anterioare. Un astfel de proces se nume te proces Markov de
ordinul | (first order Markov process).

Modelele Markov pot avea diferite configura ii prezentate in [29]. Tntr-un MMA folosit
pentru recunoa terea vorbirii de obicei nu sunt permise decét tranzi iile din sténga spre
dreapta i tranzi iile dintr-o stare’in ea’ins i. Pentru a modela eficient caracterul temporal
a vorbirii (nu ne putem ntoarce n timp), toate probabilit ile &; undej > i, sunt nule. O
asemenea structur  este denumit model Markov sténga-dreapta (left-to-right model).
Toate probabilit ile care sunt intredou st ri care nu sunt legate cu arce sunt de asemenea
nule.

Pentru MMA din figur putem defini vectorul probabilit ilor de stare (state
probability vector) care con ine probabilit ile ca modelul s fie intr-o anumit stare la un
moment dat detimp t.

P(x = q,)
P(x = q,)
Sy= Ec. 35
P(x = gs)
Vectorul probabilit ilor de stare poate fi calculat cu relaiarecurent :
Sy = ASe) Ec. 3.6
Dac §1) = , vectorul de probabilit i ae st rii ini iale (initial state probability
vector) sepoatear tac :
Spy=A" Ec.3.7
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Simbolurile de observaie O reprezint de fapt vectorii de caracteristici extrai din
semnalul vocal lafiecare 10 — 20 ms. Acestea pot fi de exemplu coeficien i Mel cepstrali.

O= (04,0, ...,07) Ec. 3.8

Probabilitatea lor de apari ie este dat de func ia densitate de probabilitate (probability
density function), notat prescurtat cu pdf.

Un MMA poate reprezenta o unitate lingvistic : un fonem, un cuvant sau o propozi ie,
uneori chiar o intreag fraz . Unitatea lingvistic utilizat pentru recunoa terea vorbirii
continue este fonemul. Ea st la baza vorbirii. Orice cuvant poate fi format prin
concatenarea fonemelor i orice propozi ie sau fraz poate fi construit prin n irarea
cuvintelor. Formarea cuvintelor din foneme este constrans  de lexic (lexicon), iar formarea
propozi iilor din cuvinte este supervizat de reguli gramaticale (grammar).

Model foneme ﬂ- Model propoz ii
lexic grametic

Fig. 3.3. Modelarea succesiv a fonemelor, a cuvintelor i a propoz iilor

Tntr-un asemenea sistem, in care avem mai multe modele Markov, céte unul pentru
fiecare unitate lingvistic , probabilitatea condi ionat ca o secven de observaie O s fie
generat  de un anumit model M care trece prin secven ade st ri X se poate cacula relativ
simplu, Tnmul ind probabilit ile de tranzi ie &; i probabilit ile de apari ie a unui simbol
bi(ok). Pentru modelul din Fig. 3.2 avem:

P(O, X|M) = a1002(01)a220(02)a2303(03)@3404(04)84404(05) @4sbs(06) Ec. 3.9

Tntr-un MMA Tns secvenade st ri X nu este cunoscut  (de aceea se nume te model
ascuns). Pentru a calcula in aceste condi ii probabilitatea condi ionat , ca secven a de
simboluri de observaie O s fiegenerat de modelul M, trebuie s insum m probabilit ile
pentru toate secven ele de st ri posibile din model:

P(O/M)= ax(F)x(l)é by0)(0 )R Ec.3.10

Pentru a putea fi utilizate pentru recunoa terea vorbirii ( i nu numai), trebuie rezolvate
trel probleme importante Tn cazul MMA:

problema antren rii modelului — adic date fiind un num r suficient de mare din
fiecare unitate de vorbire segmentate i etichetate corespunz tor, s cacul m
elementele matricei probabilit ilor de tranzi ie dintre st ri (A), s &l m funcia
densitate de probabilitate a observaiilor (pdf) i probabilit iledestareini ide( );

problema recunoa terii - adic avand un MMA antrenat, cum afl m probabilitatea
caacel MMA s fi produso anumit secven deobservaii.

Problema evalu rii: fiind dat un model i 0 secven  de observaii X, care este
probabilitatea P(X/ )?

Pentru final, putem precizaforma matematic aunui MMA:
M={Q, ,A pdf} Ec.3.11
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unde:
Q este setul de st ri a modelului;
este vectorul probabilit ilor de stareini iae;
A este matricea probabilit ilor detranzi ieintre st ri;

pdf este func ia densitate de probabilitate a ssmbolurilor de observaie.
& & 2 $

Acest caz reprezint un MMA simplificat prin faptul, ¢ setului de observaii i se
impun anumite constrangeri: observaiile nu pot lua decét un num r finit de valori discrete.
Astfel observaiile ap rute in mod natural sunt repartizate in setul de observaii permise
prin metoda cuantiz rii vectoride (vector quantization) [73]. Elementele setului de
observaii discrete formeaz alfabetul. Elementele alfabetului nu mai trebuie s fie vectori
de caracteristici. Dac avem K elemente Tn afabet, putem s numerot m cu numere intregi
k fiecare vector de observaie.

Pentru aceste ssimboluri de observaie discrete, func ia densitate de probabilitate devine
o funcie discret dac o reprezent m pe axa numerelor reale (cate un impuls n dreptul
fiec rui num r intreg K). Pentru a rezolva problema recunoa terii, trebuie s cunoa tem
doar probabilitatea de apari ie a simbolurilor pentru fiecare stare a modelului. Aceste
probabilit i se numesc probabilit i de observaie (observation probability) i sunt notate
Ccu:

bi(ox) = P(oki) Ec.3.12
Elereprezint probabilitatea casimbolul de observaieox s fi fost generat de stareai.

La fel ca i probabilit ile de tranzi ie, | aceste probabilit i pot fi grupate Th a a
numita matrice a probabilit ilor de observa ie (observation probability matrix).

b1(01)b1(02 )bl (OK )

b, (01 )bz (02 ) b, (OK )

B= Ec. 3.13

b (0,05 (02)..bs 01

Putem defini i vectorul probabilit ilor de observaie (observation probability vector)
care con ine probabilit ile de apari ie a unui anumit simbol de observaie la un anumit
moment de timp t:

P(Ot = 1)
P(t) = P(Ot = ) Ec. 3.14
P(Ot = K)

Vectorul probabilit ilor de observaie se poate calcula utilizénd formula:
P(t) =B St) Ec. 3.15

i folosind rezultatul ob inut in Ecua ia 4.7, avem relaiarecurent :




Py=BA™" Ec. 3.16

Tn final putem scrie forma matematic aunui MMA cu observaii discrete, Tnlocuind in
Ecua ia 4.11 func ia densitate de probabilitate a smbolurilor de observaie pdf cu matricea
probabilit ilor de observaie B:

Ma={S ,A B} Ec. 3.17

Tn domeniul recunoa terii vorbirii se pune problemas g sim modelul M pentru care
probabilitatea modelului condi ionat de secven a de observaie O, are cea ma mare
valoare,

M = argmax,, [P(M /0O)] Ec.3.18

Aceast probabilitate (P(M|O)) nu se poate calcula cu datele pe care le deinem |
pentru aceasta se aducelao at form utilizénd formulalui Bayes:

P(x/y)= —P(y;a)/)P(X) Ec. 3.19
Astfel ecuaiadevine:
M = argmax,, w Ec. 3.20

Probabilitatea secven e de observaie P(O) este independent de model (este o
constant ), a ac nuinfluen eaz rezultatul acestel ecuaii. Deci putems o neglij m:

M = P(O/M)P(M) Ec. 3.21
Celedou probabilit i careintr n caculul celui mai probabil model se numesc:
P(O/M) — modelul acustic (acoustic mode!);
P(M) —modelul lingvistic (language model).
Pentru celedou probabilit i exist metode consacrate de calcul.

Modelul lingvistic se poate estima cu gjutorul a a numitului model gramatical n-
gram care urmeaz s fie prezentat in Capitolul 5. Pentru evaluarea modelului acustic se
pot folos modelele Markov ascunse cu observaii discrete sau continue, sau reele
neuronale artificiale prezentate in Capitolul 4.

3 & &/ $

Tn cazul recunoa terii, pentru fiecare unitate lingvistic se consider ¢ avem un MMA
gata antrenat, adic se cunosc parametri A, B i , idorims afl m care unitatelingvistic
anume reprezint 0 anumit secven de observaie. Acest lucru este de fapt determinarea
probabilit ii de producere a secven @ de observaie de c tre fiecare mode (P(O/M)) i
alegereamodelului pentru care probabilitatea este maxim .




Modul cel mai ssimplu pentru determinarea acestei probabilit i estes enumer m toate
secven ele de st ri posibile din model. Lungimea lor trebuie s fie T, lafel ca i secven a
de observaie (O = 04, 02, ..., O7). Probabilitatea unei asemeneast ri q= q, 02 ,..., gt este:

by
P(a/M)= 4 &a,q, 0,2, -1g = 6O 2.1 Ec.3.22

Probabilitatea secven ei de observaie O cu secven adest ri qdat se poate scrie:

i iy
P(O/gM)=QP(o/q., )=Qhbq (o) Ec.3.23
i=1 i=1
Astfel probabilitatea condi ionat ca cele dou evenimente O i qs seindeplineasc
simultan se ob ine prin inmul ireacelor dou probabilit i:

P(0,qg/M)=P(0/q, )P(a/M) Ec.3.24

Probabilitatea c utat se ob ine prin Tnsumarea pentru toate secven ele de st ri posibile
aprobabilit ii condi ionate de mai sus:

P(o/M)= P(O/q, )P(a/M) Ec.3.25
q

Efectuarea acestor calcule prezentate in Ecuaia 4.25, duce la un num r de 2TN'
operaii [94], ceeacereprezint o complexitate de calcul de ordin exponen ial.

Pentru rezolvarea acestei probleme exist mai multe abord ri mai bune din punctul de
vedere al complexit ii calculelor:

agoritmul deinaintare (forward);
algoritmul de revenire (backward);
agoritmul Viterbi;

algoritmul de decodare cu stiv  sau A* (stack decoding).

Solu ia prezentat anterior pentru calculul probabilit ii condi ionate, ca secven a
de simboluri de observaie O s fie generat de modelul M, prin insumarea probabilit ilor
pentru fiecare cale existent Th model nu este avantgjoas deoarece duce la o complexitate
de calcul de ordin exponen idl.

Din fericire pentru evaluarea formulel exist o cae mult ma simpl care stocheaz
rezultate de calcul intermediare i lereutilizeaz pentru asc deavolumul total de calcul.

Pentru descrierea algoritmului de inaintare, putem s introducem dou notaii care duc
la ssmplificarea formulelor de calcul. Primul termen, (i) reprezint probabilitatea de
Tnaintare, adic probabilitatea ca MMA s gung Tn stareai, lamomentul de timp t, dup
ce a generat secven a de observaii pariale Oy04, 0y, ... 0y, | Se nume te secven a de
probabilitate de Tnaintare. Similar putem defini i 0 secven de probabilitate de revenire
(backward): +1(i), care reprezint probabilitatea ca MMA s pr seasc starea i la
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momentul de timp t+1 i s gung fintr-o stare fina permis . Aceste probabilit i sunt
reprezentate foarte sugestiv in Fig. 3.4.

2 &
- ﬂijbjl:l:lt+lj .
U-t'iij |3t+1(Jj
<—

+*

t-1 t t+1 1+2

Fig. 3.4. Probabilitatea de Tnaintare i derevenire
Algoritmul de revenire ne d de fapt modalitatea de calcul a probabilit ii (i) prin
iteraie.

Pentru calculul probabilit ii deTnaintare (forward) (i) avem urm torii pa i:

Ini idizarea: ,(i)= (i), (o(1)) Ec.3.26
lteraia ,,,(j)=| t(i)aijjbj(o(t+1)) Ec. 3.27
Terminarea: P(O/M)= (i) Ec. 3.28

In Ec. 4.28, T este timpul final i Tnsumarea se face pentru toate st rile i permise ca
st ri finale.

Logica acestui algoritm se poate urm ri cu u urin  pe graful de st ri i tranziii a
modelului, prezentat in Fig. 3.4 i arelabaz ideeac in oricare moment t, un nod din graf
poate fi atins doar dintr-unul dintre cele N noduri din momentul de timp anterior t-1.

Tn mod asem n tor algoritmului de Tnaintare (forward) putem dezvolta un alt agoritm
care porne te delaun moment detimp t+1 pan laT. Am definit probabilitatea de revenire
(backward): +1(i), iar agoritmul de revenire ne d formulele de calcul pentru
probabilitatea de revenire 1(i).

Ini ializarea: (i)=1 Ec.3.29

N
lteraia t(i)=  a;b;(041) wali) Ec. 3.30

=1
Sl biciunea agoritmului deinaintare ( i ceaaagoritmului de revenire) estec iain
considerare toate c ile posibile de o lungime dat  prin modelul Markov (calculeaz de fapt
probabilitatea ca modelul s genereze secven a de observaie parcurgand oricare dintre

secven ele de stare permise), rezulténd o serie de calcule suplimentare. Acestea pot fi
eliminate utilizand un alt algoritm care va lua in considerare doar calea cea mai probabil
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prin MMA. Acest algoritm se nume te algoritmul Viterbi, i este prezentat in subcapitolul
ceurmeaz .

A acum am men ionat Tnainte, algoritmul Viterbi va c uta calea optim (secven ade
st ri optim ) prin graful dest ri i tranzi ii (trellis). Probabilitatea condi ionat ca secven a
de smboluri de observaie O s fie generat de modelul M va fi dat de probabilitatea
condi ionat casecven ade observaie O s fie generat de modelul M atunci cand € trece
prin ceamai probabil secven destare X.

Reamintim, ¢ avem urm toarele notaii:
O= (04,0, ..., O ,... O7) —Secven ade observaiii;
X= (X1, X2, -v , Xt .. X7) —SECVEN QdE S Ti.

Prin g sireasecven e de st ri optime algoritmul Viterbi varealizaimplicit i o ainiere
asecven e de observaii (alignment of acoustic feature sequences) deoarece vom ti c rei
st ri 1i apar ine fiecare simbol de observaie. Reamintim ¢ in cazul recunoa terii vorbirii
continue simbolurile de observaie sunt de fapt vectori cu parametrii extra i din semnalul
vocal pe durata unel ferestre de analiz . Astfel vom afla i limitele temporale ae unit ilor
lingvistice reprezentate de MMA (fonem, cuvant).

Tnainte de prezentarea a goritmului, definim dou  variabile utilizate in continuare:

(i) — probabilitatea cea mai mare aunei ¢ i dintre toate c ile ce converg in starea
s laun moment detimp t:

t(l) = MaXx1, %2, ... xt-1 [P(X]_, X, ... %=§;, 01, Oo, ..., O[lM)] Ec. 3.31

n(i) — variabil ce p streaz starea anterioar (la momentul t-1) a cii cu
probabilitatea (i):

n(l) = argmaX, xo, ... x-1[ P(X1, X2, ... X=S;; 01, 02, ..., 0| M)] Ec.3.32
Putem trece acum la definirea algoritmului, care are labaz ideearecursivit ii.

Vom cacula la fiecare moment de timp t, pe rand pentru toate st rile posibile, toate
c ile ce convergin respectiva stare, reprezentat de un nod pe graful de st ri i tranzi ii, dar
vom p stra doar un singur catig tor i anume pe cel cu probabilitatea cea mai mare.
P str m valoarea acestei probabilit i Tn variabila (i) i salv m starea anterioar in
variabila (i). Repet m acest pas pan aungem la momentul de timp T final. Pe lang
aceast recursie, agoritmul ma are o parte de ini ializare, care caculeaz (i) pentru
fiecare stare i = 1..S a modelului pe baza probabilit ilor de stare ini idle , s 0 parte de
terminare care calculeaz starea fina cea mai probabil Tmpreun cu probabilitatea c ii
optime ata ate: x7* i P(X|M). Ultimaetap este ceade g sire prin backtracking a secven e
de st ri optime X.
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Mormente de timp: 1 t-1 k t+1

Secventa de observate  o(1) olt-1) ol(t) oft+1)

Fig. 3.5. Graful de st ri i tranz ii a unui MMA

Tn continuare prezent m formulele de calcul pentru cele patru etape ale a goritmul ui:

Ini idizare: ,(i)= ()% (o), ,()=0,pentrui=1.S Ec.3.33
Recursie: ()= max| cali)y ij (x)
(i)=argmax| . ,(i)>e; |, pentrut=2..T ij=1.S Ec. 3.34

Terminare: P*(X /M )= max| ;(i)]
x* = argmax| (i), pentrui=1..S Ec. 3.35

Backtracking: X*= (xlx,xzx,...pqx,...,xTx)
curelaiax= Hl()qil) pentrut=T-1..1 Ec. 3.36

Avand secven ade st ri optime, nu mai suntem nevoi i s efectu m toate calculele dela
algoritmul de Thaintare sau de revenire, ci doar s evalu m formula probabilit ii secven el
de observaiecu osecven dest ridat .

|

Algoritmul Viterbi prezentat anterior prezint dou limit ri principale. Prima limitare
const Tn faptul, c acest agoritm nu calculeaz secven ade st ri care este de fapt cea mai
probabil considerand secven a de vectori acustici dat . Tn locul acestei secven e,
algoritmul calculeaz 0 aproximare a acestuia: secven ade st ri optim intr-un fel sau atul.
Diferen a dintre cele dou secven e de cele mai multe ori este nesemnificativ . Cateodat
ns pot existadiferen e uria e. Un astfel de exemplu in care algoritmul Viterbi d gre este
cazul Tn caren secven ade st ri avem un cuvant cu multe posibilit i derostire. Cum suma
probabilit ilor diferitelor rostiri trebuie s fieegal cu unu, probabilitateafiec rei rostiri in
parte va aveavaloare mic , mult mai mic decét in cazul secven e de st ri cu un cuvant cu
rostire unic . Algoritmul Viterbi va alege in acest caz gre it secven ade st ri cu cuvantul
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eronat cu pronun ie unic n locul secven e de st ri cu cuvantul cu mai multe posibilit i
derostire.

O adoua limitare a algoritmului Viterbi este ¢ nu poate lucra cu modele lingvistice
mai complexe decat modelul bigram prezentat in Capitulul 6.

Pentru rezolvarea acestor limit ri exist dou clase de soluii:
modificarea algoritmului Viterbi
dezvoltarea unor algoritmi complet noi

Prima clas de soluii rezolv cu succes prima limitare a algoritmului Viterbi prin
metoda multiple-pass decoding, adic sevarulaagoritmul Viterbi cu diferenac nuseva
c utadoar secven adest ri optim ci sevor ¢ utama multe rezultate, de exemplu primele
N secven ede st ri cele mai probabile. Un moddl lingvistic mai complex poate fi utilizat Tn
continuare pentru aceste N secven e cele mal probabile.

Ce a de a doua clas de soluii include agoritmul de decodare cu stiv. A* (stack
decoding). Acestaarelabaz agoritmul deinaintare prezentat anterior.

START

Fig. 3.6. Graf simplificat pentru secven ele de cuvinte posibile din limba englez [65]

Pentru a putea prezenta func ionarea algoritmului consider m, un arbore (sau un graf)
care con ine toate secven ele de cuvinte posibile dintr-o limb . C utare vaavealoc in acest
graf, pornind de la un nod de Tnceput (START). Fiecare cale posibil prin graf reprezint o
propozi ie corect gramatical din limbarespectiv [129].
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Fig. 3.6 prezint un astfel de graf cu secven e de cuvinte care formeaz propozi ii
gramatical corecte in limba englez . Tntr-un asemenea graf toate arcele au asociate céte o
pondere ce reprezint probabilitatea condi ionat ca un cuvéant de la cap tul arcului s
urmeze dup secven a de cuvinte de la Tnceputul arcului. Pe lang aceste probabilit i,
conform algoritmului de Tnaintare fiec rui cuvant (nod) din graf, i se asociaz inc 0
probabilitate, aceea de a produce 0 anumit parte din secven aobservat .

Algoritmul A" trebuie s g seasc secven a de cuvinte (calea prin graf) care are
probabilitatea cea mai mare, unde probabilitatea c ii prin graf se calculeaz insumand
produsul dintre probabilitatea condi ionat ca un cuvant de la cap tul arcului s urmeze
dup secven a de cuvinte de lainceputul arcului cu probabilitatea de a produce o anumit
parte din secven aobservat pentru fiecare nod prin care trece calea

In fiecare moment algoritmul p streaz intr-o coad a priorit ilor secven ele par ide
descoperite, asociindu-se fiec rui element din coad céte un scor. La urm torul pas se
scoate din coada de priorit i elementul care are scorul cel mai mare. Astfel algoritmul
alege iterativ cea mai probabil secven paria , calculeaz probabilit ile pentru toate
continu rile posibile i leintroduce in coadade priorit i impreun cu scorurile aferente.

/ & &/ $

Antrenarea unui MMA se realizeaz cu gutorul agoritmului de reestimare Baum -
Welch, numit 1 algoritmul forward - backward. Antrenarea este necesar pentru ca
parametrii modelului s corespund fonemului sau cuvantului reprezentat. Parametrii ce se
doresc s se afle sunt matricea probabilit ilor de tranzi ie A, matricea probabilit ilor de
observaie B i vectorul de probabilit i a st rii iniiale . Nu exist o0 metod analitic
pentru aflarea acestor parametrii, algoritmul de reestimare Baum - Welch fiind un algoritm
iterativ cu care ob inem un maxim local pentru probabilitatea P(O|M).

Pentru descrierea acestui algoritm se define te probabilitatea ca modelul dat s se afle
lamomentul detimp t in stareai, iar Tn momentul de timp t+1in starea|.

g =i,g +1= j,O/M)

t(i,j)= P(qt: o +1= j/O’M): P( P(O/M)

Ec. 3.37

Folosind probabilitatea de Thaintare i de revenire descrise in capitolul anterior, (i,))
devine:

)=o) o eblen) ol
Db (a) i)

i=1 j=1

Probabilitatea ca la momentul de timp t modelul s se afle in stareai poate fi definit
prin:

t(i): . t(i'j) Ec. 3.39

fnsumand i peaxatimpului, ob inem:
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(i)- num rul estimat al tranzi iilor din stareai (in secven ade observaii)

((i,j) - num rul estimat a tranzi iilor din starea i in starea j (in secven a de
t=1

observaii)

Utilizand aceste dou valori, se poate dezvolta un algoritm de reestimare iterativ. a
parametrului unui model Markov astfel Thcét folosind modelul nou, probabilitatea P(O/M)
S creasc pan intr-un anumit punct.

== 4(i) Ec. 3.40
T-1
(i 7)
a; = ‘:11—() Ec. 3.41
i
t=1 t
-
(i)
t_)j (k): t=1f$rsymbolvk Ec. 3.42

(i)

t=1

Parametrii ~,,a; b, (k) sunt parametrii reestima i care vor formanoul model M(~,A,B).

( & & 2 $

De cele mai multe ori simbolurile de observaie nu sunt simboluri discrete a a cum am
presupus pan la acest capitol. Tn asemenea situaii nu se pot utiliza func ii de densitate de
probabilitate discrete, a a cum am considerat probabilit ile b;(K).

O metod pentru utilizarea modelelor Markov discrete este s discretiz m funciile
continue Tn observa i discrete prin metoda cuantiz rii vectoriale (vector quantization), dar
aceast metod afecteaz mult rata de recunoa tere.

O dternativ este folosirea modelelor Markov continue, cu funcia densitate de
probabilitate continu . Pentru aceasta trebuie s alegem cu grij funcia densitate de
probabilitate, pentru a puteafi reestimat in procesul de antrenare.

In modelele Markov continui cele mai des utilizate funcii pentru densitatea de
probabilitate sunt mixturile finite de forma:

M
b; (0)= cikN(o, iU jk), pentru j=1..N Ec. 3.43
k=1
In formula de mai sus, o este vectorul de observaie modelat, ¢ este coeficientul
mixturii kK n starea j, iar N este o func ie de distribu ie. Func ia de distribu ie utilizat cel
mai frecvent este func iade distribu ie Gaussian cu notaiile:

51



ik —mediadistribu iei (mean);
Ujx —matriceade covarian  (covariance matrix).
Coeficien ii mixturii (cj) trebuies satisfac condi ia
M
Ci =1, pentryj = 1.N, icy >0 Ec.3.44

k=1

Se poate demonstrac orice func ie de distribu iefinit i continu poate fi aproximat
cu o mixtur detipul celui prezentat in ecuaia 4.43.

A adar mixtura Gaussian este format din Tnsumarea ponderat a mai multor func ii
de distribu ie Gaussiene de forma:

N(o, jk,Ujk)le/zll/zexp-%(o- J.,()TU}kl(O- jk) Ec. 345
(2 )% v
Yo Yo

Matricea de covarian fiind matrice diagona (U = O pentruj k), dac not m

elementele de pe diagonalaprincipal %, expresia se poate rescrie:
2
0. - )

N(O’ jk’Ujk)zé L exp - — zk] Ec. 3.46
1:1412 ,f,) 2 Ki

Se poate demonstra, ¢ pentru o mixtur Gaussian de forma relaie 3.38, deas ca
func ie densitate de probabilitate, formulele de reestimare a coeficien ilor mixturii (Ck, j«
i Uj) sunt:

T .
Ch= hsj’k) Ec. 3.47
(i.K)
t=1 k=1
;
) n(j, k) »(t)
m :tle— Ec. 3.48
n(j,k)
t=1
;
t(j1k)(ot Tk )(Ot - jk)
U, =+ - Ec. 3.49
(ik)
t=1

In ecuaiile 4.47 — 4.49 am introdus notaiile:
Cj - Coeficien ii reestimai ai mixturilor;

m - valoareamedie a mixturii Gaussiene reestimat ;

U, - matriceade covarian reestimat .
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M
t(j) t(j) ijN(Ot- jkajk)
=1 m=1
Implementarea unui model Markov continuu este posibil deci folosind ca funcie
densitate de probabilitate mixturile Gaussiene, ins num rul necesar de calcule este foarte
mare i cre teodat cunum rul func iilor Gaussiene din componen amixturii [18, 65, 73].

Folosind mixturi Gaussiene pentru evaluarea probabilit ii condi ionate bj(0) i
aplicand pe urm regula lui Bayes, ob inem un clasificator statistic Bayesian (statistical
Bayesian classifier).

Re elele neuronae prezentate in Capitolul 4 pot realiza acela i lucru, adic ele pot fi
considerate la randul lor clasificatoare Bayesiene mai generae decé cele redizate cu
gutorul mixturilor Gaussiene [126]. Necesarul de calcul va fi mare i in cazul re elelor
neuronale, ins ele permit o puternic paralelizare a datelor, astfel incdt dac sunt
construite hardware, ele pot fi antrenate i simulate intr-un timp mult mai scurt decét
clasificatorii construi i pe principiul mixturilor Gaussiene.
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Tn acest capitol trecem in revist o tehnic de calcul — cea a reelelor neuronade
artificiale — care n ultimii ani a devenit o unealt deosebit de puternic Tn domeniul
recunoa terii formelor. Recunoa terea formelor (pattern recognition) inseamn andiza
datelor care provin de la o intrare fizic n sistem i incadrarea acestora in diferite
categorii. Gama de aplicaii a recunoa terii formelor include pe lang identificarea
amprentelor, recunoa terea caracterelor scrise de méan , sau identificarea secven elor ADN
i recunoa terea automat avorbirii (automatic speech recognition) [21, 22].

Re elele neuronale artificiale nu sunt capabile inc de sine st t tor s redizeze
recunoa terea vorbirii continue, dar impreun cu modelele Markov ascunse pot constitui
sisteme hibrid de recunoa tere avorbirii care ofer rezultate considerabile [29].

Construc ia modular a sistemelor de recunoa tere a vorbirii permite integrarea
diferitelor tehnologii, astfel Tncét in sistemele hibrid re elele neuronale artificiale realizeaz
estimarea probabilit ilor fonemelor, probabilit i folosite in modelele Markov ascunse. Cu
cat estimarea probabilit ilor fonemelor este mai bun , cu aé crete procentul de
recunoa tere avorbirii aintregului sistem [97-99].

Principalele tipuri de reelele neuronale utilizate pentru estimarea probabilit ii
fonemelor sunt re elele perceptron multistrat (Multi Layer Perceptron) sau MLP, re elele
cu Tntarziere in timp (Time Delayed Neural Network) sau TDNN, re elele neuronale cu
autoorganizare (Self Organizing Maps) — SOM, re ele LSTM (Long Short Term Memory)

i re elele neuronale recurente (Recurrent Neural Networks) sau RNN [18, 22, 96, 98, 112,
116].

In continuare sunt prezentate am nunit reelele MLP, prin prisma recunoa terii
formelor, i anume sunt prezentate cateva experimente de clasificare a vectorilor acustici in
clase de foneme i foneme care vor constitui st rile modelelor Markov ascunse.

( !

Neuronul artificial construit Tn principiu dup neuronul biologic reprezint e ementul
de procesare a re elelor neuronae artificiale, fie ele de orice tip sau configuraie. Toate
re elele neuronale sunt construite din mai multe asemenea elemente de procesare — numite

I perceptroni —interconectate intre le.

Fig. 4.1 prezint modelul neuronului artificial i se pot observa elementele care stau la
baza unui asemenea model: intr rile (inputs) xi, X, ...Xx, i€ irea (output) y, funcia de
activare (thresholding function) f i ponderileintr rilor (weights) wi, Wa, ...Wy.

Expresiamatematic aie irii y aunui asemenea perceptron este:

N
y=f wx - B Ec. 4.1

i=1
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In formula de mai sus B reprezint pragul de activare (thresholding bias). Tn aplicaiile
practice una dintre intr ri se seteaz la valoarea -1, iar pragul corespunz tor acelei intr ri
vareprezenta pragul de activare.

*]

ted |

Fig. 4.1. Modelul neuronului artificial

Pentru a simplifica expresia matematic , putem considera ponderile i intr rile sub
form matricia :

W= [WlWZ...WN] Ec. 4.2
X

x=" Ec. 4.3
XN

Tn acest caz Ecua ia 5.1 devine:
y= f(Wxx) Ec. 4.4

Func iade activare a neuronului poate fi de mai multe tipuri:

funcieliniar ;

funcietreapt ;

funcieramp ;

func iasemn;

funciesigmoid unipolar ;

funciesigmoid bipolar .
Aceste func ii de activare sunt sintetic prezentate in Capitolul 4.2.1.

Pentru a ob ine valori de probabilit i laie ire se utilizeaz Tn cele mai multe cazuri
func ia sigmoid unipolar , deoarece aceasta ia valori intre 0 i 1. Dac dorim s punem
constrangerea ca suma ie irilor s fie ega cu 1, la fel ca la variabilele probabilistice,
putem folosi o func ie de activare de tip softmax.
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Un neuron artificial este un element de procesare adaptiv, adic i poate modifica
ponderile i eventual pragul de activarein funcie deintr ri, deie ire i der spunsul dorit
pentru fiecare vector de intrare. Acest proces se nume te procesul de inv are supervizat
(supervised learning). Tnv area supervizat se redlizeaz prin mul imea de antrenare
(training set) format din perechi de intr ri i ieiri dorite (target). Dup aplicarea
intr rilor, ie ireaobinut se compar cuieireadorit i apoi conform regulii deinv are
segusteaz ponderile i pragul de activare.

Regulagenera deinv are, care este de fapt legea de actualizare a ponderilor poate fi
scris sub forma:

w(t+12)= swit),x{t),TE)X(t) Ec. 45
Unde:
W(t+1) reprezint ponderile neuronului dup pasul t+1 de antrenare;
esteratadeinv are sau constantadeinv are (learning rate);
T(t) esteie ireadorit aneuronului artificial;
Sestesemnalul deinv are.

Dac nuexist r spuns dorit, ponderile se modific n funciedeintr ri i deieire. in
acest caz vorbim de procesul deinv  are nesupervizat (unsupervised learning). Tn acest caz
reeaua tinde s clasifice secven ele de intrare intr-un num r finit de clase pe baza
asem n rilor detectate.

Procesul de inv are (learning) este deseori intanit in literatura de specialitate sub
denumirea de antrenare (training) [30, 31].

Principalele reguli de Tnv are a neuronilor se obin prin particularizarea regulii
generaledeinv are.

#

Regula delta este aplicabil pentru funcii de activare continue i la inv are
supervizat . Eaarelabaz criteriul minimiz rii erorii medii p tratice (Least Mean Sguare
Criterion). Algoritmul dore te s minimizeze eroarea medie p tratic dintreie irea actua
aneuronului iieireadorit dup fiecare set de antrenament prezentat.

Eroareamediep tratic este:

L

E=%(T- U )] Ec. 46

NE=-(T - y)f (Wx)X Ec. 4.7
Regula delta vamodifica ponderile in direc ia gradientului negativ a erorii:
w=- NE,unde: >0 Ec. 4.8

Folosind Ecua iile5.7 i 5.8 ob inemreguladeinv aredeta
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w=(T- y)f (Wx)x Ec. 4.9

# $
Esteoregul deinv arenesupervizat , i arelabaz ideeainv rii asociative lanivel
celular. Aceasta inseamn , ¢ vectorii de intrare cu frecvena cea mai mare vor avea
influen acea mai mare asupra ponderii conexiunilor:

w= f{\Wx)X Ec. 4.10
( 1

Pornind de la perceptronul cu un sigur strat (care de fapt are dou straturi: una de
intrare i una de ie ire), s-a dezvoltat perceptronul multistrat, r ménand valabil relaia
conform ¢ reia un perceptron multistrat cu L straturi are de fapt L+1 straturi, primul strat
fiind stratul de intrare (input layer) iar ultimul strat fiind stratul de ie ire (output layer).
Celdalte L-1 straturi se numesc straturi ascunse (hidden layer).

Fiecare strat sau nivel este ac tuit dintr-un num r de neuroni artificiali, ca cei
prezentai in capitolul anterior, i in cazul genera fiecare neuron dintr-un strat k are o
conexiune cu fiecare neuron din stratul urm tor k+1. O astfel de structur de reea
neurona se nume te perceptron multistrat complet conectat, i este prezentat in figura de
mai jos.

Direc ia de deplasare ainformaiilor prin re ea este de la stdnga la dreapta, adic dela
intr ri spreie iri.

¥

2

o
i L

mivel de intrare nivel ascuns rivel de jegire

Fig. 4.2. Perceptronul multistrat

De cele ma multe ori este suficient s utiliz m doar un singur strat ascuns, ins
specificul problemei poate justifica utilizarea mai multor nivele ascunse.

La stabilirea dimensiunii re elel in general se ine cont de urm toarele lucruri:

nivelele deintrare trebuies conin atéteaunit i de procesare, cate date de intrare
avem (adic nivelul deintrare corespunde cu dimensiunea vectorului deintrare - n);

num rul unit ilor de ie ire m este stabilit de num rul de foneme ce se doresc
clasificate;
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num rul unit ilor din stratul ascuns se stabile te astfel incét re eaua s fie suficient
de complex pentru a putea rezolva problema dat , dar nu mai mult deca este
necesar. O posibilitate de aalege num rul unit ilor din nivelul ascuns (h) pentru o

reeacunintr ri i mieiri estedat deformula: h=+nm . Aceast aegere nu este
Tntotdeauna cea optim , ea este doar informativ . Num rul neuronilor din stratul
ascuns poate fi aes prin incerc ri, luandu-se ca valoare de pornire valoarea h dat

mai sus.

Alegerea arhitecturii nu este o problem simpl , intrucét pentru acela i problem pot
exista mai multe arhitecturi care permit rezolvarea el. Durata procesului de inv are ins
este dependent de complexitatea re elei, astfel Tncét intotdeauna trebuie aleas arhitectura
cu complexitatea cea mai mic . Complexitatea re elel neuronale este dat  de num rul de
ponderi. Tn sistemele de recunoa tere a vorbirii, mai exact pentru clasificarea fonemelor
complexitatea re elelor neuronale utilizate fie ele de tip perceptron multistrat sau de tip
recurent este in jur de 100.000 - 200.000. Num rul intr rilor pentru un perceptron
multistrat utilizat pentru clasificarea i estimarea probabilit ii fonemelor fereastr cu
fereastr , este dat de dimensiunea vectorului de caracteristici aplicat laintrare. Acesta este
in cedle mai multe cazuri: 3 x 13 = 39 (in cazul folosirii coeficienilor MFCC, i a
diferen elor temporale de ordin | i |l aacestora). Pentru aintroduce i contextul in care se
afl o anumit fereastr , se mai introduc 4-5 ferestre din stdnga i 4-5 ferestre din dreapta
ferestrei de analiz actual, rezultand astfel in total 9 sau 11 ferestre de analiz , ceea ce
Tnseamn un num r de 351 sau 429 intr ri pentru re ea.

b4

2

ﬁ?m

i,
L L B

Ox3x39=35] zau A, 128, 256 urota de

: 54 .41 foneme TIMIT
1123239 =429 [ procesare

I

I

(39 grupe de foneme )

intrér 32 foneme OATIZ

Fig. 4.3. Perceptron multistrat utilizat pentru clasificarea fonemelor
( /

Inv area presupune adaptarea reele la problema de rezolvat prin utilizarea
informaiilor de care dispunem despre problem . Ceamai r spandit metod este adaptarea
ponderilor conexiunilor re elei. Tn acest caz avem fixat o arhitectur i r man de stabilit
doar ponderile conexiunilor. Aceste ponderi dintre dou straturi pot fi grupate intr-o
matrice, numit matricea ponderilor:
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W, W,,...W.
wk= "ETzmTIme -1 K Ec. 4.11

W Woo o W

Algoritmul de antrenare a perceptronului multistrat se nume te back propagation of
error. Algoritmul are la baz principiul minimiz rii erorii medii p tratice dintre ie irea
re elel neuronale iie ireadorit aacestuia

Pentru antrenare avem nevoie de o mul ime de antrenare, adic  de perechi de vectori de
intrare i deieire{(X}, THOE, T9) ... (X5, T
Eroarea medie aintregii re ele este:
E6N1*W2'...WK ): %
|

L

E, 6N1*W2'...WK) Ec. 4.12
1

Ty f Ec. 4.13

Inecuaiile5.12 i5.13 Y (YLY'z----Y'M) reprezint ie ireare elel pentru intrarea X, iar T
esteie ireadorit pentruintrarea X', dat Tn secven ade antrenare.

Scopul procesului de antrenare este determinarea setului de ponderi W care
minimizeaz func iade eroare E.

Pentru deducerea parametrilor consider m o re ea cu un singur nivel ascuns. Trebuie s
g sim formulele de gjustare a ponderilor W* i W2 (pentru perceptronul cu un singur strat
ascuns) i pentru aceasta calcul m componentele gradientului funciei E in raport cu
componentele we, i w, .

Aceste derivate par iale se pot scrie:

'"Et%: " (Til - yi)m;]iv@\//\f): - 1 )(Til Y )yk= - Vi Ec.4.14

1E, KWT;’/\\/XZ T Nzl ﬂfwmf (- y)=- _2 (WA (% ), T - v, )=

= i=1

NZw N2
- X' (Xk) f' (Xi )(Til - Yi)= - X' (Xk) wt il = - X il Ec. 4.15
i=1 i=1
Modul de calcul a parametrilor se face in sensinvers direc iei fluxului de informaii,

adic delastratul de ie ire spre intrare. De aici provine i denumirea algoritmului (back
propagation of error).

Din punctul de vedere a aplic rii formulelor de gjustare a ponderilor in raport cu

parcurgerea mul imii de antrenare, se pot deosebi dou variante ae agoritmului back
propagation [30, 31, 118]:

parcurgereaserial  (on-line training);
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parcurgerea pe blocuri (off-line training).

In cazul parcurgerii seriade la fiecare iteraie se parcurge intreaga mul ime de
antrenament i ponderile redld sunt gjustate dup fiecare pereche de intrare-ie ire. In
cazul acestui tip de antrenament gjustarea ponderilor se face dup un gradient local al
perechii de antrenare actual.

Tn cazul parcurgerii pe blocuri, lafiecare secven  de antrenament se parcurge intreaga
mul ime de antrenare i gustarea ponderilor are loc numa dup ce intregul set de
antrenament afost prezentat re elei. Aceast metod garanteaz convergen aalgoritmului.

Se poate demonstra ¢ ambele metode converg spre acela i rezultat, in practic ns
parcurgerea pe blocuri este mai des utilizat deoarece prezint avantgjul de a converge mai
repede, i de a evita minime locale datorit zgomotului introdus de gradientele locale de
fiec rei perechi din mul imea de antrenament.

Pornind de la algoritmul back propagation standard, se pot dezvolta o serie de variante
caredifer intreele prin [118]:

modul de alegere aratel deinv are (constant sau adaptiv );

relaiile de gustare a ponderilor determinate de a goritmul de minimizare utilizator;
modul deini ializare a ponderilor (aleatoare sau bazat pe un agoritm);
parcurgerea setului de antrenare (serial  sau pe blocuri);

alegereafunc iei de eroare;

aegereacriteriului de oprireainv  rii.

Motivele pentru care s-au dezvoltat aceste versiuni ale algoritmului back propagation
au fost: convergen a lent , blocarea in minime locale, stagnarea (datorit faptului c
gjust rile ponderilor sunt nesemnificativ de mici), supraantrenarea (care duce la capacitatea
degenerdizaredab areédd).

Platforma Matlab a firmei Mathworks ofer suport pentru cele mai importante categorii
de re ele neuronale prin pachetul Neural Network Toolbox. Acest toolbox ofer suport
pentru urm toarele categorii de re ele neuronale [30]:

perceptron cu un singur strat;

perceptron multistrat;

re ele cu funcii detransfer radiale (Radial Basis Function Network);

re ele cu autoorganizare (Self Organizing Map);

Re ele cu intérzieri temporale:
cu linii de int&rziere in stratul de intrare (Focused Time - Delay Neural
Networks);
cu linii de ntarziere distribuite n toat reeaua (Distributed Time - Delay
Neural Networks);

re ele recurente (Elman, Hoppfield i Layer - Recurrent Neural Networks).
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In cazul re elelor enumerate mai sus, pachetul permite alegerea arhitecturii re elei (a
num rului de nivele precum i a num rului de elemente de procesare din cadrul fiec rui
nivel), permite alegerea func iilor de activare pentru fiecare nivel in parte.

Func iile de activare puse la dispozi ie de Neural Network Toolbox sunt urm toarele
[30, 31]:

funciatreapt (hard-limit transfer function) - Fig. 4.4.

funcialiniar (linear transfer function) - Fig. 4.5.

funciasigmoid unipolar (log-sigmoid transfer function) — Fig. 4.6.
func ia semn (symmetric hard-limit transfer function) - Fig. 4.7.
funciaramp (positive linear transfer function) - Fig. 4.8.
funciabaz radial (radial basisfunction) - Fig. 4.9.
funciaderamp bipolar (Satlinstransfer function) - Fig. 4.10.
funciasigmoid bipolar (tan-sigmoid transfer function) - Fig. 4.11.
func iade transfer triangular (triangular basis function) - Fig. 4.12.

- funciade transfer softmax (softmax transfer function) - Fig. 4.13.
Tn figurile de mai jos sunt prezentate sintetic aceste func ii de transfer.

a il a
___________ ol NN .2 3P
- Pi .-" n
]
; A
a = hardlim(n) a = purefinin) a = lagsiging

Fig. 4.4. Funciatreapt [31] Fig. 4.5. Funcialiniar [31] Fig.4.6. Funciasigmoid unipolar [31]

T 't
+1 T I DU L
: - = M : :
o0 . P
1 -1 0833 10833
a = hardlimsin) a =poskinin) a = radbas(n)

Fig. 4.7. Func ia semn [ 31] Fig. 4.8. Funciaramp [31] Fig. 4.9. Funciabaz radial [31]

a = sathinsin) a = tansigin)

Fig. 4.10. Funciaramp bipolar

[31] Fig. 4.11. Func iasigmoid bipolar [31]
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a = softmas(n)

a=tribasin)

Fig. 4.12. Funciatriangular [31] Fig. 4.13. Func ia softmax [ 31]

Platforma Matlab ofer pelang agoritmul de baz , diferite variante ale algoritmului
back propagation. Cele dou tipuri de antrenare in raport cu parcurgerea setului de
antrenament, parcurgerea serial i parcurgerea pe blocuri au denumiri diferite n
terminologia utilizat de specidi tii delaMathworks. Antrenarea prin parcurgereaserial a
mul imii de antrenare se nume te batch training i serealizeaz prin intermediul func iei
train, iar antrenarea prin parcurgerea pe blocuri se nume te incremental training i se
realizeaz cu funciaadapt [18, 30, 31].

-$ ! $ $ -$ I s#+ |

trainbfg BFGS quasi-Newton backpropagation

trainbr Bayesian regularization

traincgb Powel|-Beal e conjugate gradient backpropagation

traincgf Fletcher-Powell conjugate gradient backpropagation

traincgp Polak - Ribiere conjugate gradient backpropagation

traingd Gradient descent backpropagation

traingda Gradient descent with adaptive learning rate
backpropagation

traingdm Gradient descent with momentum backpropagation

traingdx Gradient descent with momentum and adaptive Ir
backpropagation

trainlm Levenberg - Marquardt backpropagation

trainoss One-step secant backpropagation

trainrp Resilient backpropagation

trainscg Scaled conjugate gradient backpropagation

trainb Batch training with weight and bias learning rules

trainc Cyclical order incremental training with learning
functions

trainr Random order incremental training with learning
functions

Tabelul 4.1. Func iile de antrenare puse la dispoz ie de platforma Matlab [ 30]
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Exist definite o serie de func ii de antrenare pentru ambele tipuri de antrenare. Tabelul
de mai sus trece in revist funciile de antrenare disponibile. Pe lang cele existente,
Matlab ofer posibilitateade a creanoi func ii de antrenare.

( $ 4

Pe parcursul timpului s-au incercat diferite metode de Tmbun t ire a performan eor
MLP in domeniul recunoa terii vorbirii continue. Problema cea mai mare se datoreaz
caracterului temporal a vorbirii. Problema apare datorit faptului, ¢ unei foneme fi
corespund o serie de vectori acustici, nu doar unul singur. Nu este suficient recunoa terea
cadrelor (frame by frame).

Reelele perceptron multistrat nu sunt foarte potrivite pentru rezolvarea acestel
probleme, ins cu anumite imbun t iri aduse structurii re elel, se pot dezvolta re ele mai
potrivite.

Prima metod ar fi utilizarea MLP cu memorie tampon (buffer) la intrare. Totodat ar
trebui s seintroduc linii deintarziere pentru vectorii de caracteristici consecutivi.

D' - linde de intdrziere (delay)

Hiwel de iegite

Hiwel ascuns

Mivel de intrare e@@ e@e e@e é@é

cotitextul din stinga

wectoril de

: : contextul dinn dreapta
1 caractenstici
I [
I l
| 1

curett

Fig. 4.14. MLP cu linii deintarziere [ 18]

Memoria tampon ar p strafintreaga secven de vorbire ce urmeaz s fie recunoscut ,
iar aceasta ar fi prezentat reele pe buc i (ferestre), incepand cu contextul sténga,
vectorul actual i contextul din dreapta Num rul intr rilor trebuie s fie egal cu
dimensiunea vectorului de caracteristici. Prezentarea pe buc i este posibil datorit liniilor
deintérziere.

Problemele puse de acest tip de re ea sunt:




dimensiunea bufferului de intrare, care trebui s fie inc p toare pentru cea mal
lung secven de recunoscut (in cazul recunoa terii fonemelor, cele mai lungi ar fi
vocalele);

lungimea diferit a secven élor de vorbire (vocae lungi, consoane scurte) care
impune scalarea acestoras gung laacela i dimensiune.

Acest model dere eaneurona afost dezvoltat ulterior i adevenit modelul cunoscut
sub denumirea de re ele neuronale cu Tntarziere in timp (Time Delayed Neural Network), a
c rui model este prezentat in Fig. 4.16.

RN cu intérziere pot combinain calcul efectele ultimilor N+ 1 vectori spectrali sau pot
aveaintérzieri “negative’, adic s ia’in cacul vectorii spectrali atét in intarziere cét i in
avans (contextul din dreapta i din stanga a vectorului spectral curent).
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Fig. 4.15. Selectarea componentelor spectrale cu ajutorul ferestrei glisante

Schemadin Fig. 4.16 reprezint 0 RN cu intérziere careiain cacul pelang eementul
curent din vectorul spectral, un element in avans i unul ntérziat. Re eaua poate fi extins
pentru a putea luain consideraie mai multe elemente.

De obicel se utilizeaz o fereastr glisant peste bufferul de intrare. Aceast fereastr
glisant permite alegerea componentelor spectrale care vor fi transmise prin intermediul
conexiunilor sinaptice stratului urm tor, conform Fig. 4.15.

Exis incerc ri de a rezolva problema clasific rii fonemelor cu re ele neuronale
concurente, ceea ce inseamn , ¢ sunt antrenate mai multe re ele de dimensiuni mai mici
pentru a clasifica diferite grupe de foneme. Aceast metod are avantgjul, ¢ dimensiunile
reelelor sunt mai mici i implicit timpul de antrenare este mai mic. Totodat antrenarea
re elelor se poate realizain parael pe mai multe staii de calcul [90]. Dezavantgjul metodei
este ¢ pelang reeéee propriuzise de recunoa tere, ma este nevoie de inc o structur
pentru combinarea rezultatelor ob inute. Un alt dezavantg deriv din faptul ¢ reeee
TDNN nu pot fi instruite cu exemple negative din alte grupe de foneme ce nu trebuie
recunoscute. Astfel pot apare rezultate eronate.

65



Y1.1
%, (1) | !
W
2.1
H1{tl- h ! @
W o3
x1{t+1:|- L !
¥1,2
xz(t1) | !
22 N
%y (t) e { ) ,\2/ \2/ fi)y =
W 32
Hz{t+1]- h !
1M
Xp(t-1) | !
w
2.M
B (t) * W @
W o3 m

Fig. 4.16. Reeaneuronal cuintarzierein timp [29]

Pentru antrenarea reelei neuronale cu intarziere in timp se utilizeaz metoda
backpropagation, la fel ca i Tn cazul perceptronului multistrat. Mai intéi se aplic un
vector de intrare, se calculeaz ieirea i apoi n funcie de ie irea dorit se calculeaz
eroarea. Ponderile se gusteaz prin medierea valorilor pentru fiecare fereastr n parte.
Astfel o etap deinstruire se consider ncheiat doar atunci cand fereastra a baleiat complet
componentele spectrale de laintrare.

(( $

Re elele neuronale recurente (recurrent neural networks) sunt structuri de re ele
neuronale care au o bucl Tn construc ia lor. Acest lucru inseamn , ¢ ori ie irea, ori unul
dintre straturile ascunse sunt conectate Thapoi la intrarea re elei. Aceste bucle schimb
direc ia de parcurgere a re elelor astfel Tncét direc ia de propagare a informaiilor nu este
numai de laintrare spreie ire ci i in sens invers (bidirec ional). Bucla se redlizeaz prin
introducerea unui nivel intermediar, care memoreaz con inutul stratului ascuns i 1l
reintroduce apoi laintrarea nivelului ascuns.

Arhitectura re elelor neuronale recurente este prezentat in Fig. 4.17. Dup cum se
vede i 1nfigur , nivelul de intrare este de fapt compus din intr rile propriuzise ae re elei

66



precum i din elementele memorate de stratul intermediar, care acioneaz ca o intrare
suplimentar are elei.

oo % Yo

X X X X
3 n

Fig. 4.17. Reeaneuronal recurent

Aceste re ele pot modela cu succes caracterul tempora a vorbirii, deoarece decizia
luat laie ire esteinfluen at atét deintrarea actual areelei ca i de starea anterioar a
reelei reintrodus de nivelul intermediar. Astfel ie irea nivelului ascuns influen eaz
valoriledeie iredin urm toareasecven detimp prinintermediul nivelului intermediar.

Antrenarea acestor re ele se realizeaz cu gjutorul agoritmului backpropagation trough
time, un agoritm derivat din agoritmul de antrenare a perceptronului multistrat.
Dezavantgjul algoritmului const Tn necesitatea mare de resurse de calcul, deoarece atét
ponderile reelei cat i ponderile stratului intermediar trebuie gjustate de mai multe ori,
fiindc ie ireare elei nu esteconstant ci variabil Tntimp.

Exist reele total conectate recurent, cu toate ie irile conectate Tnapoi la intrare |
re ele par ia recurente, cu doar unele ie iri conectate Tnapoi. Acestea din urm sunt cele
mai des utilizate pentru recunoa terea vorbirii, deoarece nu sunt atét de costisitoare n
resurse de calcul laimplementare.

Re elele neuronale recurente pot fi inlocuite de re ele de tip perceptron multistrat in
care se mai introduc elemente de ntarziere i leg turi din stratul ascuns spre intrare. Un
astfel de model este re eaua Elman care con ine doar trei nivele: unul de intrare, unul
ascuns i unul deieire, i este prezentat in Fig. 4.18. Nivelul de intrare, pe lang intr rile
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propriuzise care capteaz vectorul spectral actual precum i contextul din stanga i dreapta
acestuiamai con ine catevaunit i (feedback units) prin care seredizeaz bucladereacie.

Re eaua propus de Elman este de fapt o completare a re elelor cu intarziere in timp

prin introducerea buclei dintre nivelul

ascuns i intrare.

O dt arhitectur de re ea recurent este cea care redizeaz bucla de reacie de la

ie ireare ele spreintrare. O astfel de

D - linde de intérziere (delay)

arhitectur este prezentat n Fig. 4.19.

Mivel de iegire

@ Hiwvel ascuns
é@é €®€ é@é @ Mivel de intrare
I
| .
unititi de ' contextul din stinga |, vectorl de : contextul din dreapta
reactie : v caracteristic
| : curent :
1 | .

Fig. 4.18. Reeauarecurent propus deElman [18]
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Fig. 4.19. Re earecurent
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I

|

1

curent

cubucl dereacieintreieire iintrare[18]
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Tn acest capitol, sunt prezentate citeva experimente de clasificare a fonemelor din
vorbirea continu , utilizénd re ele neuronale de tip perceptron multistrat (Multi Layer
Perceptrons), re ele neuronale cu Tntarzieri in timp (Time-delay Neural Networks) i re ele
neuronal e recurente (Recurrent Neural Networks).

Pentru antrenarea. i testarea aplicaiel software am folosit dou baze de date: TIMIT
[110], o baz de date de vorbire continu Tn limba englez , realizat de firma Texas
Instruments i Massachusetts Institute of Technology i OASIS Numbers [81] o baz de
date cu cifre i numere rostite in limba maghiar , realizat de grupul de cercetare in
domeniul inteligen &i artificialeaUniversit ii din Szeged, Ungaria

Rezultatele ob inute sunt prezentate i in lucr rile [40 - 43] Tn cadrul unor conferin e
internaionale sau reviste de speciditate.

Re elele neuronale cu care am incercat redlizarea clasific rii pot fi clasificate in dou
categorii:

re ele neuronade statice;
re e e neuronale dinamice.

Re elele statice nu au intérzieri temporae i nu conin bucle de reacie, ie irile fiind
calculate in mod direct din intr ri prin conexiuni unidirec ionale (dinspre intr ri spre
ieir).

Tn cazul re delor dinamice ie irile depind nu doar de intrarea re el ¢i i deintr rile
anterioare, de ie iri sau de anumite st ri ae re elelor. Aceste re ele pot fi clasificate in

continuare n alte dou categorii: cele care conin doar conexiuni unidirec ionale i cele
care con in bucledereac ie.

Re elele neuronale dinamice sunt mai puternice decét cele statice deoarece acestea au
memorie i pot fi antrenate pentru ainv a abloane temporae. Astfel ele pot fi utilizate cu
succes in aplicaiile de recunoa tere avorbirii.

Am redlizat mai multe teste de clasificare a fonemelor utilizénd diferite configuraii de
re ele neuronae artificiae i diferite seturi de antrenare a e acestora.

Pentru teste am folosit 13 coeficieni Méel cepstrali i diferen ele lor temporae de
ordinul 1 i Il (parametri delta i delta-delta) precum i in unele experimente am folosit
informaii contextuale. Coeficienii au fost extrai i vectorii de caracteristici au fost
construi i cu aplicaiile prezentate in Capitolul 2. Parametri de configurare a extractorului
de caracteristici au fost setai dup cum urmeaz : coeficientul de preprocesare a = 0,95,
dimensiunea cadrului 256 de e antioane, procentul de suprapunere a cadrel or 25%.

Aplicaia pentru antrenarea i testarea re elelor neuronale artificiale a fost redizat pe
platformaMatlab afirmei Mathworks.

Aplicaia porne te cu setarea parametrilor reelei i cu aegerea setului de antrenare |
de testare dorit. Se verific dac reeauadorit exist sau nu. Dac nu exist , aceasta este
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creat iar dac exist , se incarc . Se trece la 0 epoc de adaptare a ponderilor conform
funciei de adaptare deas | la testarea reelei. Pasul urm tor const
rezultatelor test rii precum i areeei antrenate. In fina se repet paii pan la atingerea
num rului de epoci de antrenare dorit.

adevarat . ;ce5 reteaua

neurconala?

S-a ajuns
la numarul epocilor
de adaptare

dorit?

adevarat

Fig. 4.20. Diagrama de activit i aaplicaie pentru clasificarea fonemelor

n sdvarea
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Fig. 4.21. Interfa agrafic aaplicaie pentru crearea, antrenarea i testareare elelor neuronale
(* $ /o

Baza de date OASIS Numbers este 0 baz de date cu vorbire continu , de dimensiuni
reduse, inregistrat n condi ii de birou. A fost redlizat pentru antrenarea i testarea
sistemelor de recunoa tere a numerelor independent de vorbitor Tn anul 2002 [81]. Baza de
date con ine 26 de cifre i numere scurte rostite de 66 de vorbitori de céte dou ori. Pe
l&ng acestea s-au mai Tnregistrat i 20 de numere lungi. Alegerea vorbitorilor s-af cut in
mod omogen, astfel Tncét in total avem 62 de vorbitori b rbai i 49 de femei. Cu gutorul
cifrelor i anumerelor scurte putem crea prin concatenare rostirea oric rui num rintreQ i
999 999 999. Toate rostirile cifrelor i a numerelor scurte sunt segmentate i adnotate
manual. Aceste rostiri pot fi deci utilizate pentru antrenarea sistemelor de recunoa tere.
Restul bazei de date poate fi utilizat pentru testare.

Tnregistr rile s-au efectuat cu 5 microfoane diferite, fi ierdle fiind stocate intr-o
structur de directoare pe bazamicrofonului utilizat i avorbitorului.

Dezvoltatorii bazei de date recomand un set de antrenare i unul de testare sub forma
unor fi iere text ce conin c ile de acces i denumirile fi ierelor. Pentru experimente am
utilizat aceste seturi de antrenare i testare, pentru a putea compara rezultatele ob inute cu
cele din literatur . Setul de antrenare con ine rostirile scurte a 13 vorbitori b rbai, 6 femei

i 1 copil. Setul detest con ine 6 vorbitori: 3femel i 3 b rbai diferi i decel folos i pentru
antrenare. Rostirile de antrenare i de test au fost inregistrate cu acela i microfon.

E + ‘d z r h A: o m O I n - 'ts 't v
e w s u 'k - 2 | o It J j 2 i ~ X
Tabelul 4.2. Cele 32 de foneme din baza de date OAS S Numbers
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Dic ionarul de foneme a bazei de date conine un num r de 32 de foneme marcate
conform standardului SAMPA (Speech Assessment Methods Phonetic Alphabet) pe baza
IPA (International Phonetic Alphabet) — vezi Anexa A. Cele 32 de foneme sunt prezentate
in Tabelul 4.2.

% & ( #
Structura re elelor de tip perceptron multistrat utilizate pentru primele experimente de
clasificare este prezentat in Fig. 4.22.

Nivel ascuns Nivel de iesire

Intrare lesire
= .

64; 128; 256 32

B

Fig. 4.22. Arhitectura perceptronului multistrat pentru clasificarea fonemelor f r informaii de context

Pentru experimentele f r informaii de context vectorii acustici de la intrarea re elei
conin 13 coeficienii Mel cepstrai extrai dintr-un cadru de vorbire precum i 13
coeficien i delta i 13 coeficien i de acceleraie calculai pe baza acestora. Astfel pentru cel
39 de coeficien i avem 39 de intr ri in re ea. Stratul de ie ire con ine 32 de neuroni, céte
unul pentru fiecare fonem din dic ionarul bazei de date. Num rul de neuroni din stratul
ascuns poate fi gustat.

Rata declasificare [%]

— 64 neuronu in nivelul ascuns
— 128 neuroni in nivelul ascuns
—256 neuroni in nivelul ascuns

[ []

Numarul epocilor de antrenament

Fig. 4.23. Evolu ia rezultatelor de clasificare ob inute

Tabelele de mai jos cuprind rezultatele clasific rii redlizate cu trei re ele neuronae:
prima cu 64 neuroni Tn stratul ascuns, cel de a doilea cu 128 neuroni, iar a treilea cu 256
neuroni n nivelul ascuns.
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9.49 94/8 956- 9695 97-7 978: 9844 9868 989- 98/9

94./ 95.7 96.: 96// 97:. 9848 9878 98/6 99-8 9976

Tabelul 4.4. Rezultatele de clasificare ob inute cu 128 de neuroni in stratul ascuns

9479 95/- 9754 974/ 98:6 99-6 997: 99/4 9:54 97/

Tabelul 4.5. Rezultatele de clasificare ob inute cu 256 de neuroni in stratul ascuns

In cel de a doilea experiment am introdus informaii de context, adic pentru fiecare
cadru de vorbire am luat in considerare i cadrele vecine.

Re eaua astfel construit aavut 9 x 39 = 351 intr ri deoarece am folosit in total 9 cadre:
cadrul actual impreun cu 4 cadre vecine din sténga i 4 cadre vecine din dreapta acestuia.
Arhitectura re elei astfel construite este prezentat n Fig. 4.22. Num rul ie irilor ar mas
32 exact ca la experimentele anterioare iar num rul neuronilor din stratul ascuns a fost
crescut la 512. Dup cum se vede i din figur , am folosit funcii de transfer sigmoide
bipolare pentru neuronii din stratul ascuns i funcii sigmoide unipolare pentru stratul de
ieire. Reeaua a fost adaptat 450 de epoci cu funcia de antrenare incremental
secvenia (sequential order incremental training function) [30, 31] i am folosit pentru
oprirea adapt rii criteriul de supraantrenare descrisin [18].

tansiz logsig
Qx39 1. 1 y phone
MFCC and —» >@—-p£ >@—- S+ probabilities
deltas b{11 bz}
351 b12 32
Triput Hidden Chatpat
layer layet layer

Fig. 4.24. Arhitecturare elei pentru recunoa terea fonemelor utilizand informa ii de context [ 35]
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Fig. 4.25. Evolu iaratei de clasificare pentru baza de date OAS S Numbers [43]

Rezultatele ob inute sunt prezentate in tabelele 5.6 i 5.7. Din tabelul 4.7 se pot vedea
i procentele de clasificare pentru fiecare fonem n parte.

.9 $ $ #1443
##H #9 WO #$D:
44 89 96
7. 96.8
4. . 9: --
47. 9/ 8/
1485
-7. - /5
5.. :56:
57. 1599
67. 16-7

Tabelul 4.6. Rezultatele clasific rii fonemelor folosind informa ii de context [43]

Pentru imbun t irearezultatelor, am evaluat rata de clasificare pentru fiecare fonem in
parte.

% $! ! #' $ #4 3% 'HO
$# $ WO #$ +$ $
-8-7 9/ 7 758
; 54- 86 6- 444
. -/ - 89 4- /8
! 987 97 : - 4:7
5-- 75 6- 47.
[ 4: -9/ 47:
% /75 68-9 74-
784 96 8/ 46-
-7/ 778 447
4.75 99-4 - 6.
7/ - 8: 7: 4:8
45-6 7. 8: 875
4 4-7- 9- 66 567
" 8:. 96 94 49-
7-7 88 89 497
( 6/ - 8- 8 4: 6
: /45 877 547
-/5 /. 66 -
95; 994 48/
-58 S 69
> -7 1 76- 65
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+ -59 4: 79 4/ 5
- -~ 9. 84 89
655 -6/6 5-7
4/ | 8- :4 96
469 65 76 5
4-7 65 - 94
i 4-: 86:6 67
- 567 97 58 T
: 5-/ 146/ =
? 4/ 4 - /: 69 -15
¢

Tabelul 4.7. Rezultatele clasific rii pe foneme [43]

Dup cum se poate vedea din tabelul 4.6, utilizarea informaiilor de context duce la
cre tereasemnificativ (aproximativ 5%) aratel de clasificare afonemelor.

% & "( #
In continuare pentru cre terea performan elor modelului  acustic am realizat
experimente i cu re ele neuronae dinamice.

Primastructur dereeadinamic utilizat afost re eauacu linii deintarziere temporae
amplasate in stratul de intrare (Focused time-delay neural network - FTDNN). Aceast
reea este o extindere a reelelor de tip perceptron multistrat statice, avand elemente
dinamice doar laintrare. Fig. 4.26 prezint arhitectura acestui tip de re eain forma utilizat
pentru clasificare.

Cele39 deintr ri corespund coeficien ilor Mel cepstrali respectiv delta i delta - delta.
Cele 32 deie iri dereéee corespund fonemelor din dic ionarul de foneme a bazei de date.
Func iade transfer utilizat pentru nivelul ascuns este func iasigmoid unipolar iar pentru
ie ire s-afolosit func ia softmax care este asem n toare func iei sigmoid unipolar , poate
luavaloriintre0 i1 iareimpus constrangereacasumaie irilors fieegal cul, pentru
aputeafi considerate valori de probabilit .

Inputs Layer 1 Layer 2 Output
N 4 A
P a'(1) 2(0)
W N —P LW N —p
9XAXS @_"g 12 x5! @_’ é 32
I b ﬁ B N
39 51 X1 S1=12B, 256, 512 32 X1 32

Fig. 4.26. Arhitecturare elei neuronale FTDNN [40]

Laintrareare ele introducem vectorii caracteristici pentru cadrul curent respectiv de la
4 |la 8 cadre vecine de context prin intermediul liniilor de intarziere (TDL — Time Delay
Line) care poate introduce o decdared =0, 1, 2, 3, ..., 8 pa i.
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Astfel re eaua FTDNN 39 x 9 x 128 cu 4 linii de intarziere (d =0 : 4) are un num r de
39 x 5 x 128 = 24 960 ponderi laintrare (Input Weights) i 128 x 32 = 4 096 ponderi intre
stratul ascuns i cel deie ire (Layer Weights), num rul total a ponderilor fiind de 29 056.

Cd de a doilea tip de reea dinamic testat poart denumirea de re ea cu intérzieri
temporae cu linii de intérziere distribuite in fiecare nivel de re ea (Distributed time-delay
neural network - DTDNN). Arhitecturare elei DTDNN este prezentat in Fig. 4.27.

Dac laintrare aplic m acela i num r delinii defntarziereca i in cazul FTDNN (d* =
4: 8), in stratul ascuns avem mai pu ine linii de intarziere (d° = 3 : 5). O astfel dereeacu
128 neuroni Tn stratul ascuns i cu 4 linii de intérziere laintrare i 3 linii de Intarziere in
stratul ascuns are 39 x 5 x 128 = 24 960 ponderi de intrare (IW) i 128 x 4 x 32 = 16 384
ponderi intre stratul de intrare i cel de ie ire (LW), num rul total de ponderi fiind de
41 344,

Inputs Layer 1 Layer 2 Output
CNC N7 A
p ) a'(r)

a’lt)

W . LW : —p
N~ ') | o >‘ YURE
saxaxs! (+)— & xS (F—p £ 7
— [ ]
I b % TP % 7
19 5 s1-128,256,512 32¥1 32

Fig. 4.27. Arhitecturare elei neuronale DTDNN [41]

Cdl deadl treileatip dere eadinamic testat estere eauaneurona recurent careareo
leg tur de revenire intre nivelul ascuns i nivelul de intrare printr-o linie de intarziere
(Layer-Recurrent Network - LRNN). Acest tip de reea este o dezvoltare a re elelor
neuronale introduse de Elman [31]. Pe cand re eaua Elman avea doar dou nivele i
funciile de transfer pentru stratul ascuns i cel de ieire erau fixate ca fiind funcia
sigmoid bipolar i funcialiniar , pentru o re ea LRNN putem avea o arhitectur cu mai
multe straturi, fiecare strat ascuns poate avea o leg tur cu stratul anterior prin intermediul
unel linii deintarziere i funciile detransfer pot fi desedup necesit |i.

Pentru experimente am folosit re eaua prezentat in Fig. 4.28 cu funcie de transfer
sigmoid unipolar pentru nivelul ascuns i func ie de transfer softmax pentruie ire.
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Fig. 4.28. Arhitecturare elei neuronale LRNN [41]

Rezultatele clasific rii cu cele 3 tipuri de re ele dinamice sunt prezentate in Tabelul 4.8,
Tabelul 4.9, i Tabelul 4.10.

/ $ $ #43
HHl #$ HO #$
4, 7. 4-

88 69
8. 44
8/ -5
9. 48
94 45

9 .:
L. 95.4
/. 96/6
4. . 96 87

Tabelul 4.8. Rezultatele clasific rii ob inute cu re eaua FTDNN

/ $ $ #S
HHl #$ HO #$
4, 7/ 4-

89 99
8/ /6
94 6-
9-:9
95/8
97.-
i 98 48
/. 98/:
4. . 99 9-

O 0N o O

T O 0N o g

Tabelul 4.9. Rezultatele clasific rii ob inute cu re eaua DTDNN
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Tabelul 4.10. Rezultatele clasific rii ob inute cu re eaua LRNN
(* $ ) &)

Baza de date TIMIT conine 61 de foneme codate conform afabetului fonetic
ARPABET - vezi Anexa B. Tn testele efectuate am ncercat s clasific m toate cele 61
foneme din baza de date TIMIT. Listafonemeor din dic ionarul bazei de date TIMIT este
prezentat in Tabelul 4.11.

A " E ( E aa r kel Kk S uw
C g g w epi q a | axr ow n m tcl
C E a dh hh z pcd ax th bcd b ux f
( D E ch uh pau jh nx ax-h zh em
eng

Tabelul 4.11. Lista fonemelor din dic ionarul bazei de date TIMIT

Baza de date este imp rit indou p ri: setul de antrenare i cel de testare i conine
n totalitate rostirile a 630 de vorbitori grupai pe baz de diaect in 8 clase. Fiecare
vorbitor roste te 10 propozi ii.

Am studiat descrierile diferitelor sisteme de clasificare a fonemelor [18, 22, 55, 96-99,
112, 116] i am gunslaconcluziac recunoa tereafonemelor se poate realizafolosind 13
caracteristici Mel cepstrali impreun cu parametri delta i acceleraie descri i Tn Capitolul
2.3. Sistemele de clasificare a fonemelor din baza de date TIMIT cu gutorul reeelor
neuronale folosesc re ele cu un num r de aproximativ 100 000 — 200 000 de ponderi [55].

Primare eaua neurona folosit pentru clasificare afost de tip perceptron multistrat cu
un strat de intrare, un strat ascuns i un strat de ieire. Pentru aceast structur am
modificat num rul de neuroni din stratul ascuns.

Amredlizat i unal doileatest cuoreeacudou straturi ascunse, folosind 1 informaii
de context, m rind num rul de intr ri astfel Tncét la intrarea re elei am prezentat pe lang
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vectorul de caracteristici curent, patru cadre de context din sténga i 4 cadre de context din
dreapta cadrului curent.

Rezultatele au fost Thcurgjatoare doar la cel de al treilea experiment, cand am folosit o
re ea suficient de mare cu un nivel ascuns avand peste 1 000 de elemente de procesare.

Arhitecturile cu care am realizat testele au fost:
39x 64 x 61,
39x 128 x 61,
39 x 256 X 61,
351 x 128 x 64 x 61;
351 x 1024 x 61.

Primele trei re ele testate au avut un num r de 39 intr ri. Tn cazul acestor re ele nu am
folosit informaii de context. Intr rile reelel au fost cal 39 de coeficieni extra i dintr-un
cadru de vorbire.

Baza de date TIMIT conine o serie de seturi de antrenare i testare recomandate.
Pentru acest test am utilizat setul de antrenare denumit TRAIN_SUMMIT i pentru
evauare setul de test TEST _CORE. Setul de antrenare TRAIN_SUMMIT.TXT con ine
rostirile a 50 de vorbitori dintre care 18 b rbai i 32 de femei acoperind toate cele 8 grupe
de dialect. Tn setul de evaluare TEST_CORE avem rostirile a 24 de vorbitori: 8 b rbai i
16 femei (céteun b rbat i 2 femei din fiecare dintre cele 8 grupe de dialect).

Rezultatel e experimental e sunt prezentate in Fig. 4.29 i in urm toarele tabele.

Rata de clasificare

— 64 neuroni in stratul ascuns
— 128 neuroni in stratul ascuns
— 256 neuroni in stratul ascuns

Numarul epocilor de adaptare

Fig. 4.29. Rezultatele clasific rii pentru baza dedate TIMIT, f r informa ii de context
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-/ 6/ 5556 5799 59-: 5 -7 5 .6 58 6..9 6.6. 6.86

Tabelul 4.12. Evolu ia rezultatelor de clasificare pentru baza de date TIMIT in cazul re elei cu 64 de neuroni
n stratul ascuns

547. |5747 5946 587 5 6. 6.48 6.7 6466 64/. 6--8

Tabelul 4.13. Evolu ia rezultatelor de clasificare pentru baza de date TIMIT in cazul re elei cu 128 de
neuroni Tn stratul ascuns

55./ 58/7 5 /4 6.47 6.:7 6455 6496 64// 6-55 6-8:

Tabelul 4.14. Evolu ia rezultatelor de clasificare pentru baza de date TIMIT Tn cazul re elel cu 256 de
neuroni Tn stratul ascuns

Ultimele dou re ele testate au avut cate 9 x 39 = 351 intr ri, deoarece am folosit pe
lang fereastrade analiz curent i informaii de context prin introducerea a 4 ferestre de
context din sténga i 4 ferestre de context din dreapta ferestrei de analiz curente. Procesul
de antrenare a unui astfel de sistem este foarte lent deoarece num rul ponderilor cre te
semnificativ.

Structurile celor dou re ele de tip perceptron multistrat utilizate Th experimente sunt
prezentate in Fig. 4.30 i Fig. 4.31.

phote

9239 MFCC
probabilities

+ deltas

itiput lavyer hidden layers outpuat layer

Fig. 4.30. Arhitecturare elei MLP 351x128x64x61

Tn ambele re e testate, am folosit func ii de transfer sigmoide bipolare (tansig) pentru
neuronii din stratul ascuns i func ii de transfer sigmoide unipolare (logsig) pentru neuronii
din stratul deie ire. Func ia de antrenare folosit afost trains — o func ie de antrenare cu
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parcurgere prin blocuri bazat pe agoritmul backpropagation of error. Aceast metod d
cele ma bune rezultate i timpii de antrenare cel mai scuri pentru problemele de
recunoa tere aformelor cu un set mare de antrenament [30, 31].

tansig logsig
9 x 39 phore
MFCC and  —* probabilities
deltas
351 1024 [=h|
It Hidden Output
layrer layer layer

Fig. 4.31. Arhitecturare elei MLP 351x1024x61
Pentru ambel e teste am folosit partea denumit CORE (miez) abazei de date TIMIT.

Tabelul 4.15 prezint ratele de recunoa tere in procente a celor 61 foneme din
dicionarul TIMIT, folosind ca intrare 9 x 39 coeficieni mel cepstrali i delta. Am testat
re eaua Tntotdeauna atét cu secven ele de antrenare cét i cu secven ele de test. Rezultatele
ob inute pe secven ele de antrenare au fost mai bune decét rezultatele ob inute pe datele de
testare, ceea ce este normal, dat fiind faptul ¢ pentru arealiza recunoa terea datelor de test
re eaua trebuie s generalizeze din secven ele de antrenament. Totu i am realizat testarea
pe ambele seturi de date pentru avedeadac re eauanu este supraantrenat .

Tn tabelul rezultatelor am inclus i parametrul de performan  are elei. Acest parametru
a sc zut continuu odat cu cre terea num rului de epoci de antrenament dup o curb
aproximativ exponen ia .

$ #4$ $ 1 # #

O #$123 $3$%

'5 672
4, -4-..7 . . 479
7. -8:9 . .467.6
4. . -/ 95.7 . . 4599/ 7
47. 5586/ 5 . .45-44
56 7655 . .4-:484
-7. 59/:6: . .4-5565
5.. 5/ 6.1/ . .4-44.4
57. 64 6889 .. 4494/ 5

Tabelul 4.15. Rezultatele ob inute cu re eaua MLP 351x128x64x61

In cel de a doilea experiment am utilizat o reea cu mai multe ponderi (1024 de
neuroni in nivelul ascuns). Aceast reea este asem n toare cu cel descris in [18]. De
aceast dat am antrenat reeaua pan am guns la rezultate comparativ egale cu cele
ob inute cu re eauamai mic . Rezultatele sunt prezentate in Tabelul 4.16.
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/ $ $ #MS $ ' # #

# $# $ WO #$123 $8%

4 48 8989 . . 48766/
4, -884:5 . . 469458
7. 56/:8/ AT
4. . 5. 569: . .44:--5
47. 6- 6-4- L4009
-. 67:6/5 . .4.-6.-
-T. 68: 798 ...19.-8
- 8. 69 68- 7 .. 44

Tabelul 4.16. Rezultatele ob inute cu re eaua MLP 351x1024x61

Curbadeevolu ie aperforman el re elei estereprezentat grafic in Fig. 4.32.

Fig. 4.32. Evolu ia parametrului de performan pe parcursul procesului de antrenare pentru re eaua MLP
351x1024x61

Un d treilea test a fost redlizat pe o parte ma mic a bazei de date TIMIT i anume
doar pe datele de antrenament i de test din directorul DR1. Menion m, ¢ datele de
antrenament i de test din baza de date TIMIT sunt grupate pe 8 asemenea directoare.
Astfel putem spune cu aproximaie, ¢ am utilizat aproximativ 1/8 din baza de date i am

0,019

0,017

=
=)
=
(%3]

0,013

0,011

Performanta retelei

2
[=]
=]
[

0,007

0,005

\

AN

\

a 50

folosit vorbitori ai unui singur dialect.

Rezultatele obinute sunt mai bune pentru acest experiment, deocarece datele de
clasificat i secven ele de antrenare sunt semnificativ mai puine. Ratele de clasificare a
fonemelor sunt prezentate in Tabelul 4.17.

100
Epoci de adaptare

200 250 300

57/
5/ -5
65 55

Tabelul 4.17. Rata de recunoa tere pentru DR1 din baza de date TIMIT
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Pe viitor dorim s Tmbun t im aceste rezultate prin antrenarea re elelor pe mai multe
epoci de antrenament, i s extindem testele pentru intreaga baz de date TIMIT pentru ca
rezultatele ob inute s fie comparabile cu cele din literatura de specidlitate.

(+

Rezultatele ob inute pentru baza de date TIMIT sunt mai slabe decét cele raportate in
literatura de specidlitate. Explicaia poate fi dat pe de o parte prin faptul ¢ sistemele
recent dezvoltate folosesc re ele neuronale recurente (care sunt ma potrivite pentru
recunoa terea secven elor de vorbire) i pe de at parte sistemele cu care facem
comparaia sunt implementate pe staii dedicate sau mult ma puternice decé un PC,
oferind posibilitatea antren rii pe parcursul a mai multor epoci. Unele lucr ri prezint
recunoa terea fonemelor pe grupe de foneme (de exemplu 39 de grupe de foneme n locul
celor 61 foneme) ceeace cre telarandul e rata de recunoa tere.

Arhitectura CNN (Concurrent Neural Network) prezentat in [21, 22], ar putea fi
utilizat pentru clasificarea fonemelor pe categorii. Aceast metod ar reduce considerabil
num rul neuronilor din nivelul ascuns, ar sc dea i num rul ieirilor reelei precum i
num rul secven elor de antrenare. Astfel am putea gjunge la timpi de antrenare mai mici.
De exemplu s-ar putea consideradou clase distincte: ceaavocalelor i ceaaconsoanelor.
Elementele celor dou clase se pot distinge cu u urin  folosind metode bazate pe energia
semnalului i pe num rul de treceri prin zero [73, 111]. Am putea pe urm s antren m
dou reele MLP diferite, una pentru recunoa tereavocalelor, cealat pentru recunoa terea
consoanelor. Antrenarea celor dou reele se poate redliza in paralel pe dou staii de
calcul. Printr-un asemenea sistem se pot atinge acelea i rate de recunoa tere, ins cu dou
re ele mult mai ssimple, cu mai pu ine ponderi.

Dac realiz m recunoa terea pe grupe de foneme (vocale, consoane sau chiar cele 39
de grupe prezentate Th documentaia TIMIT) utilizénd re elele neuronale competitive,
durata procesului de antrenare scade i putem antrena pe mai multe staii de lucru mai
multe re ele neuronale in parael.

Testele redlizate pe doar 0 parte a bazei de date TIMIT demonstreaz , ¢ 0 reea
identic mai bine antrenat ar duce larezultate mai bune.

Rezultatele prezentate in acest capitol (ma ales cele ob inute pentru baza de date
OASIS Numbers) sunt suficient de bune pentru a concluziona, ¢ sistemul nostru pentru
clasificarea fonemelor poate fi utilizat ca model acustic a unui sistem hibrid de
recunoa tere avorbirii continue.

Ca i direcii ulterioare de dezvoltare dorim s efectu m testele de clasificare a
fonemelor din baza de date TIMIT i cu reele neuronale dinamice i s Tncerc m
recunoa terea pe grupe de foneme ca in lucr rile [98, 99]. Aceast abordare va cre te
semnificativ rata de clasificare.

Pentru clasificarea fonemelor arhitectura cea mai potrivit este re eaua cu un singur
strat ascuns cu neuroni avand func ia de transfer ssgmoid unipolar . Introducerea func iel
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de transfer softmax pentru neuronii din stratul de ie ire ne ofer la ieire vaori de
probabilit i, dar cre tetimpul de antrenare.

Func ia de antrenare cea mai potrivit din considerente devitez i necesar de memorie
este trainbfg. Funcia trainrp are cele mai mici cerin e de memorie, ins procesul de
antrenare are durat mai mare. Func ia trainlm ofer durata de antrenare cea mai scurt
ns necesarul de memorie este mai mare decét in cazul func iel trainbfg.

Rezultatele confirm faptul, ¢ re elele dinamice sunt mai puternice decét cele statice in
problema clasific rii fonemelor. Utilizarea reelelor cu ntérzieri temporale in locul
perceptronului multistrat duce la cre terea ratei de clasificare dar are ca dezavantg
cre tereatimpilor de antrenare. Re elele recurente dep esc atét perceptronul multistrat cét

i re elele cuintérzieri temporale.

Utilizarea informaiilor de context duce la cre terea semnificativ aratel de clasificare
dar cre te num rul deintr ri are elelor statice sau anum rului de linii de intarziere pentru
reelele cu ntarzieri temporale ceea ce duce in mod direct la cre terea hum rului de
ponderi are elelor i implicit latimpi de antrenare mai mari.

-$ ! $!'S ## $ HO #3123
' 48 C 4 8558
' 48 C 5 9. 66
' 48 C 7 96.5
&& 5/A-:GB- 6 96 87
EF! (
' 48 C 9 98 4.
2% 5/ B6G- 4 98/9
' 48 C |/ 99 58
24 5/C-:G 4 99 76
&& 5/CG-:G&- 6 99 9-
EF! (
5 EF! (
2# 5/G78%- 4 9. 7/
25885/ CA-: B 4 :.:9
284 574C74- G- / :6-7

Tabelul 4.18. Compara ia rezultatelor de clasificare

cu rezultatele ob inute prin metoda mixturilor Gaussiene

In comparaie cu alte sisteme de modelare acustic redizate cu modele de mixturi
Gaussiene (Gaussian Mixture Models - GMM) [2], sistemul cu re ele neuronae ofer
rezultate mai bune. Tabelul prezint sintetic cele mai bune valori de clasificare ob inute cu
diferite tipuri de re ele neuronade artificiale folosind sau nu informaii de context |
rezultatele ob inute folosind metoda mixturilor Gaussiene cu num r diferit de mixturi i
cadre pentru baza de date OA SIS Numbers.
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Modelul lingvistic este un element deosebit de important a oric rui sistem de
recunoa tere a vorbirii continue. El imbun t e te semnificativ performan ele sistemului
restric ionand unele combinaii de cuvinte care oricum nu ar avea sens. Restric ionarea
introdus Tnseamn de fapt o reducere a spaiului de c utare a soluiilor. Modelele
lingvistice inglobeaz informaii apriori insu ite in prealabil pe baza unor colec ii mari de
texte de antrenare.

* )

Modelele lingvistice pot fi redlizate diferit, utilizand diferite unelte matematice. Tn
genera ele pot fi Tmp r itein urm toarele categorii:

Modele uniforme, n care fiecare cuvant este echiprobabil avand probabilitatea de
apari ie P(w)=1/N, N fiind dimensiunea vocabularului;

Modele lingvistice cu automate secven iale cu st ri finite, care dau rezultate bune
doar in cazul sistemelor de recunoa tere a vorbirii Tn care sunt permise doar céteva
tipuri de construc ii gramaticale bine definite;

Modele lingvistice gramaticale (Context Free Grammar), care iau in considerare
structura sintactic a frazelor determinand p rile de vorbire (sunt bazate pe
cuno tin e gramaticale);

Modele lingvistice gramatical e statistice (Probabilistic CFG) care ata eaz valori de
probabilit i regulilor din CFG;

Modele statistice, care se bazeaz pe probabilit ile condi ionate ale cuvintelor
consecutive;

Cd ma des utilizat model lingvistic este cel dtatistic atdt pentru simplitatea
implement rii cat i pentru rezultatele bune ob inute. Nu Tn ultimul rénd trebuie precizat,
Cc acest tip de modele lingvistice se bazeaz pe modelele Markov ascunse i datorit
acestui fapt pot fi integrate cu u urin  in sistemel e statistice de recunoa tere avorbirii.

* & 56 7

Datorit faptului ¢ vorbirea poate fi considerat un proces stohastic, orice unitate
lingvistic (fonem, cuvént, propozi ie) poate fi considerat o variabil aeatoare cu o
distribu ie de probabilitate carecare. Acest fapt st 1a baza modelelor lingvistice statistice.

Acest tip de modele lingvistice se numesc i modele n-gram, deoarece ele incearc s
estimeze probabilitatea de apari ie a urm torului cuvant pe baza secven @ de n-1 cuvinte
anterioare.
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Aceste modelele au o r spandire larg nu doar Tn domeniul recunoa terii vorbirii ci i
n recunoa terea caracterelor scrise de mén , corec iaerorilor de ortografie sau in sistemele
de traducere automat .

Tn sistemele ASR problema este de a evalua cea mai probabil presupunere lingvistic
(W) dat fiind o secven acustic observat (A) conform ecuaiel 6.1.

W* =argmax{ P(W | A)} Ec.5.1

Folosind regulalui Bayes, aceasta poate fi adus laforma:

W+ =argmax{ P(A|W):PW)} Ec.5.2

unde modelul lingvistic este de fapt probabilitatea P(W).

Problema cre rii unui model lingvistic statistic se poate definii astfel: avand la
dispozi ie un vocabular V i o colec ie de texte de antrenare V' cat mai mare (in mod idedl
infinit), trebuies g sim din colec ia de texte de antrenare (V') un set de probabilit i p(w)
corespunz tor fiec rui cuvant w; din vocabularul V, astfel incét ele s satisfac condi iile
generale pentru o distribu ie de probabilitate:

p(w) =1 Ec. 5.3
wiv

p(w,)3 0," w1V Ec. 5.4

Pentru modelele n-gram vatrebui s calcul m probabilitatea p(w') aunei secven e de

cuvinte w;' = (w,w,,...,w,) . Dezvoltand expresia in probabilit i condi ionate, conform
regulii lan ului de probabilit i, vom avea:

P(W) = P(Wy) Xp(W, | W,) Xp(wy | WE) %.. xp(W, |wy'™)
A
p(w]) = p(w;) X0 p(w, | wyh) Ec.55
k=2

Este imposibil ins, s calcul m probabilitatea unei secven e foarte lungi de cuvinte
deoarece am avea nevoie de un text de antrenare imens din care s putem estima fiecare
termen din produsul definit in ecuaia 6.5. Ideea modelelor lingvistice n-gram are la baz
prezump ia Markov conform c reia putem aproxima valoarea furnizat de ecuaia 6.5 cu
un calcul bazat doar pe ultimele n cuvinte din secven adat . Astfel istoria cuvantului poate
fi redus lan-1 cuvinte.

P(w W) » P(w [ W hy Ec.5.6

Aceast prezump ie face parte dintr-o clas de modele probabilistice care afirm , ¢
putem estima probabilitatea unui eveniment viitor pe baza a cétorva evenimente din trecut.
Acest model se potrive te foarte bine i in cazul vorbirii, deoarece cuvantul pe care 1l
rostim nu depinde de toate cuvintele rostite anterior. O dependen puternic se poate
observain cadrul aceleia i propozi ii sau fraze.
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Valoarean amodelelor n-gram se alege de obicel 1, 2, sau 3, rezultand astfel modelele:
unigram
bigram
trigram

Recent s-au redlizat incerc ri i cu modele lingvistice 4-gram, ins acestea necesit o
colec ie de teste de antrenare foarte mare pentru a putea da rezultate bune i pe de alt
parte i dimensiunea unui asemenea model este foarte mare, ingreunand procesul de
recunoa tere.

* &

Pentru modelul unigram se folose te prezump ia ¢ toate cuvintele sunt independente,
nu seiain considerare istoriala estimarea probabilit ilor.

P(w, | W) » P(w) Ec.5.7

Dac finlocuim Tn ecua ia 6.5, rezult relaiade calcul a probabilit ilor pentru modelul
lingvistic unigram:

A
p(w) = QO p(w,) Ec.5.8
k=1

Probabilitatea fiec rui cuvant p(wy) se poate exprima prin frecvena relativ. a
respectivului cuvant in colec ia de texte de antrenare V' :

n
p(w,) = Wk Ec. 5.9

In relaiade mai sus n, — este num rul de apari ii a cuvantului w, iar N este num rul
total de cuvinte din setul de antrenare. Valorile acestea pot fi netezite prin metodele
prezentate in Capitolul 5.3.

* &

Aproximaiade la care se porne tein cazul unui modd lingvistic bigram i trigram are
labaz lan urile Markov. Tn cazul modelului bigram se consider , ¢ orice cuvant depinde
doar de cuvantul careil precede. Astfel istoria cuvantului are lungimea unu.

P(w W) » P(w [W.,) Ec. 5.10
Tnlocuind prezumpia in Ecuaia 6.5, obinem formula de calcul pentru modelul

lingvistic bigram:

A
p(W:F) = p(W:L) >O p(Wk IWk.l) Ec.5.11

k=2
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Pentru evaluarea probabilit ilor condi ionate de forma p(w, |w,_,), folosim metoda
MLE (Maximum Likelihood Estimation), num rand apari iile secven elor (w, ,,w,) - notat
cu Nr.(w, ,,w,)- i asecven eor ceincep cu cuvantul wy.; —notat cu Nr.(w,_,,w).

p(w, W) = M Ec.5.12
Nr.(w_,,w)
Nr. ,
P(W [ W y) » — e ) (W1, W) Ec. 5.13
Nr.(w_,)

Ca 1 1n cazul modelelor unigram, probabilit ile trebuie netezite pentru ob inerea unor
rezultate mai bune.

* &

Tn cazul modelului trigram pentru evaluarea probabilit ii unui cuvant se iau n
considerare dou cuvinte precedente (istoria cuvantului este de lungime doi). Prezump ia
Markov utilizat Tn cazul modelului trigram poate fi scris :

P(W, | W) » P(W, [, W, ») = P(W, |WS3 Ec.5.14

Tnlocuind din nou In Ecuaia 6.5, ob inem relaia de calcul a probabilit ilor dat de
modelul trigram:

Y
p(w') = p(wy) xp(W, | W;) X0 pP(Wy | Wie.1, Wic_) Ec.5.15
k=3
Pentru evaluarea probabilit ilor condi ionate putem folos relaiile date de modelul
bigram precum i:

NF.(Wy_ o, Wi 1, W)
NF.(Wy_ o, Wy 1)

Ec.5.16

P(W [ W 1, W) »

Netezirea probabilit ilor ob inute prin metoda MLE este necesar i in acest caz. Pe
l&ng netezirea propriuzis aprobabilit ilor, pentru Tmbun t irea modelelor lingvistice se
folose te i combinarea prin interpolare sau prin revenire a rezultatelor date de mai multe
estim ri. Cele mai r spandite metode de netezire a modelelor lingvistice sunt prezentate in
Capitolul 5.3.

Modelele lingvistice cu istorie mai lung nu sunt r spandite datorit dimensiunii mari a
modelului i datorit faptului ¢ necesit texte de antrenare de dimensiuni foarte mari.
Chiar i pentru antrenarea unui model trigram este necesar un text de antrenare de céteva
sute de milioane de cuvinte.

tiind, ¢ dimensiunea unui model lingvistic este de acelai ordin de m rime ca |
textul de antrenare, modelele cu istorie mare (chiar i cele trigram) trebuie reduse pentru a
putea fi utilizate eficient. Céteva metode de reducere a modelelor lingvistice sunt
prezentate in Capitolul 5.4.
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Este metoda cea mai ssimpl folosit pentru estimarea probabilit ilor. Ideea const in
caculul frecven e de apari ie relative pentru fiecare cuvant (contorizand num rul de
apari ii 1Tmp rindlanum rul total de cuvinte).

Fule Ec. 5.17

n
N

Metoda va da vaoarea de probabilitate exact cu condiia ca textul pe care se
realizeaz estimarea s fie de lungime infinit . Datorit faptului ¢ 1n reditate nu putem
avea astfel de colecii de texte imense i in coleciile existente sunt multe cuvinte sau
combinaii de cuvinte care nici nu apar, acest estimator este inutilizabil. Frecven aréativ
a fiec rui cuvant ce nu apare in textul de antrenare va fi zero, astfel i probabilitatea de
apari ie a acestuia va fi tot zero. Acest fapt ar duce la o cre tere semnificativ aratel de
eroare in sistemele de recunoa tere avorbirii.

Ideea algoritmilor de netezire este de a mic ora valorile de probabilit i mari i de a
realoca suma de probabilit i sc zut pentru probabilit ile nule sau foarte mici. Exist mai
mul i algoritmi pentru efectuarea acestei realoc ri, cum ar fi:

Netezirea prin adunare;
Estimatorul Good — Turing.

Cel mai important este algoritmul Good - Turing, care st la baza altor metode de
netezire cum ar fi:

Netezirea prin revenire (Katz);
Netezirea Kneser — Ney.

Exist ioat abordare prezentat de Jelinek i Mercer i anume metoda de interpolare
arezultatelor mai multor estim ri.

* |

Netezirea prin adunare are la baz ideea de a m ri cu o valoare f toate numerele de
apari ie acuvintelor. Astfel cuvintele neintélnite in setul de antrenare vor avea num rul de
apari iem ritcuf i probabilitatea de apari ie diferit de zero:

P(X) :; Ec. 5.18
Xnou N+ fx/

Formula de calcul general pentru netezirea prin adunare va fi conform legii lui
Lidstone:
n+ f

P(X)=———— Ec.5.19
N+ fx/
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In func ie de alegereavalorii f, avem:
Expected likelihood estimation, pentru f = 0,5 (Jeffrey - Perks);

Netezirea Laplace, pentru f = 1;

Netezireamic , pentru f =%

Pentru a vedea schimbarea efectiv. a numerelor de apari ii, se folose te valoarea
ajustat aapari iilor (n'):

*

N+ fx/ N+ f»/

n+ f n:N><(n+f)

*
n- Ec. 5.20
N

* # 9 6

Estimatorul Good - Turing provine din biologie i a fost utilizat pentru estimarea
speciilor dintr-un habitat pe baza observaiilor f cute pe teren. Metoda poate fi adaptat
foarte uor i pentru domeniul recunoa terii vorbirii, mai exact pentru estimarea
probabilit ilor modeleor lingvistice, cuvintele luand locul speciilor.

Exist mai multe alternative pentru alegerea func iei de estimare, dar ecuaia general
poate fi scris sub forma:

r*

P(X) =
N Ec. 5.21
under* =(r +1) xE(Nra)
E(N,)

Tn ecuaia 6.21:
r este num rul de apari iea cuvantului X;
N; este num rul de cuvinte care apar exact de r-ori in textul de antrenare;
N este num rul total de cuvinte din textul de antrenare;
E este o func ie de estimare pentru N, in cazul unui text de antrenare infinit
r* este num rul de apari ii gjustat.

Estimatorul Good - Turing furnizeaz o valoare sumat total de probabilitate a
evenimentelor observate mal mic  decét unu.

P(X)<1 Ec. 5.22
Xobservat
Valoarea de probabilitate r mas pan launu, se doc evenimentelor noi (neobservate
in setul de antrenare). Aceast vaoare depinde de funcia E() deas . Cea ma simpl
alegereafunc ie E() este astfel incéat:

90



E(n+1) _n
E(n) n+1

Ec.5.23

_E@
-

Tn acest caz, probabilitateadat  de estimatorul Good - Turing vafi:

()= =L EN) 141, ¢
N N E(N,) N r+l

«1- E,gl)):ﬁ(l' %) Ec.5.24

Dac facem o comparaie cu frecven a relativ. a cuvantului, observ m, ¢ de fapt
estimatorul Good - Turing scaleaz frecven arelativ cu un factor subunitar (1- %). De

fapt scalarea diminueaz probabilit ile evenimentelor observate Tn setul de antrenare
pentru a putea aloca valori de probabilit i evenimentelor noi. Tnsumand valorile
probabilit ilor evenimentelor observate ob inem:

P(X) = ra-EDy_, B Ec. 5.25
Xobservat Xobservat N N N
Vaoarea de probabilitate alocat evenimentelor noi vafi:
_E@
Pevenimtmu - T Ec. 5.26

Dac consider m toate cuvintele noi echiprobabile, valoarea probabilit ii de aaveaun
cuvant anume nou poate fi exprimat ca raportul dintre probabilitatea de a avea un
eveniment nou i num rul de evenimente (cuvinte) noi posibile U.

p(x) = 2@ Ec.1
Xnou N U

Num rul de cuvinte noi se poate calcula dac cunoa tem vocabularul (V) a sistemului
de recunoa tere. Num rul de cuvinte noi U este diferen a dintre m rimea vocabularului |
num rul de cuvinte diferite intélnite in setul de antrenare.

* ( |

Metoda de netezire prin revenire, numit 1in literatura de speciaitate backoff, a fost
introdus de Katz (deaici s numele de netezire Katz) [66].

Conform ideii lui Katz, frecven arelativ este un estimator bun al probabilit ilor dac
num rul de apari ii pentru o secven  n-gram este suficient de mare. Pragul stabilit de Katz
esteK 6.

Secven ele n-gram a ¢ ror num r de apari ie este diferit de zero, dar mai mic decét
pragul K, sunt netezite conform estimatorului Good — Turing pentru a salva valori de
probabilitate pentru secven ele neintélnite in textul de antrenare. Dac num rul de apari ie
este zero, aproxim m probabilitatea de apari ie folosind modelul imediat inferior: (n-1) -
gram. Tn cazul in care i aici Intalnim valori nule ae apari iilor, continu m procedeul de
revenire pan gungem la un model inferior care conine un num r de apari ie diferit de
zero. In final pentru modelul unigram frecven arelativ f(w)>0, pentru oricarewl V.
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Pentru un model trigram relaiile recursive pentru netezirea prin revenire vor fi:

R f(ws | v, W), dac nr.(wy, w,, ws) ¢ K
p(wy | W, W,) = & >Qr (Wy [ w, W) dac o<nr.(w,w,,w,;) <K Ec.5.27

atfel,  bHxpw3|w2)

R f(wy | w,) dac nr.(w,,w;) 3 L
pw; |w,) = a>Qr(wy |w,) dac o<nr.(w,,w;) <L Ec. 5.28
altfel, b xf (ws)

Pr (wy, Wy, W;)
f(wy, wy)
se doc pentru secven ele neintélnite (prin diminuarea probabilit ilor secven elor
intélnite) in setul de antrenare iar revenirea la modelul inferior stabile te cum se imparte
aceast probabilitate intre secven ele cu probabilitate de apari ie zero. Pentru ca Qr s

satisfac propriet ileunei probabilit i seintroduce factorul de scalare .

Estimatorul Good - Turing Q; = precizeaz ce valoare de probabilitate

oo : 6!

Netezirea introdus de Kneser i Ney se nume te i netezire absolut deoarece se
bazeaz pe metoda sc derii absolute. Sc derea absolut Tnseamn de fapt, ¢ se scade o
valoare constant d din fiecare num r de apari ie a secven elor n-gram mai mare decat
zero.

c(w;.,w ) - d

, dac c(w_,w)>0
Pabsolut(vvi |\Ni—2\Ni—1) = C(VVi_l) -

Ec. 5.29
a (Wi ) ><Pabsolut (VV| )

Revenirea propus de Kneser i Ney nu se va baza pe modelul n-gram inferior ca la
revenirea Katz, ci pe ideea de a num ra contextele diferite in care apare un cuvant. Cu cét
un cuvant apare in mai multe contexte diferite, cu atét este mai probabil s apar 1n
contexte noi, neintélnite. Ideea duce la rezultate mai bune decét cele ob inute cu revenirea
formulat de Katz.

[{W.., C(W.,w;) >0} |

Peontinuation (W) = Ec. 5.30
continuation 1 |V\/i_1 C(V\/I_lvvl) S 0|
W
c(w w) -
_ M, dac C(\Ni-lvvi)>0
Pen (W W) = c(wy) Ec. 5.31

a]tfel a (Wi ) >4:)continuation (VVI )

In practic forma interpolat a netezirii Kneser - Ney d rezultate mai bune. Forma
interpolat este:

_c(waw)- d

+/ I:)continuation (VV| ) Ec. 5.32
c(W.,)
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Tn aplicaiile practice se utilizeaz rar probabilit ile date de doar un singur model N-
gram, in schimb se folose te o interpolare a modelelor unigram, bigram i trigram printr-o
insumare ponderat . Metodainterpol rii este o aternativ viabil lanetezirea prin revenire.
Rezultatul interpol rii vafi un model cu probabilit ile netezite conform celor trei modele
componente. Fiecare model va interveni in formarea modelului nou cu o pondere (1, 2 i

3)-

S

P(W, [Wo Wi 5) =71 P(W, [ W, W o) + 75 p(W, [Weg) + /5 p(W,) Ec.5.33

Vaorile 1, 2 i strebuies satisfac urm toarele constrangeri:

/, =1 Ec.5.34
i=1
/,30,i=13 Ec.5.35
Problema ce trebuie solu ionat  este estimarea valorilor . O metod de calcul posibil

este de areine o parte din textul de antrenare i de a estima parametrii ; din acest set
numit set devalidare. Astfel 1, ,, strebuieastfel deiincdt s maximizeze ecuaia

N

L(/y,75,/13)= Nr.(wy, W, W) Xog(p(w; | Wy, W,)) Ec. 5.36
RPATRY

Pentru rezolvarea acestel ecuaii exist mai multe metode. Ceamai simpl este metoda
iterativ . Algoritmul de calcul are4 pa i:

Seini idlizeaz cuvdori deatoare 1, 2, 3

Secalculeaz coeficienii ¢, C,, C3 pe baza setului de validare, folosind relaiile:

Nr. (W, Wy, Wy) 3/ 2By (W | Wy, w,)

Cl =
wopwg v /1 2PuL (Wa [ Wy, Wy ) + 75 xBy (W [ wy,) + 7 5 5By, (W)
c = Nr.(Wy, Wy, Ws) >/ 5 2 By (W [ W)
, =
g v /178 (Wa [ W, W5 ) + 75 xBy (W [ W) + /5 XBy (W)
c, = NI (wy, Wy, W3) >/ 52 By (Ws) Ec. 5.37
gt v /1Pl (Wa [ Wy, W, ) + 75 By (W [ W) + /5 3By (W)
Sereevalueaz vaorilepentru 1, », zconformrelaiilor:
=
C +Cy +C3
=2
f g tcte
C
[o=—T— Ec. 5.38
G +C +C
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Serelacaculul coeficienilor ¢y, ¢z, C3 | Sereevalueaz vaorile 1, 2, 3.
Metoda alternativ pentru calculul ponderilor ; const in renun area la un parametru.
Inlocs sefoloseasc trei ponderi (1, » i 3)seutilizeaz doar primii doi:
PW; |Wip,Wiyg) =/ Py (Wi (Wi, W)+ (L-7)[/ 3B (Wi [wiy) +(1-7,) Py (W;)]

/,,1,1[0] Ec. 5.39
*

Modelele lingvistice pentru sisteme de recunoa tere a vorbirii continue cu dic ionar
mare trebuie estimate pe baza unor texte de antrenare de dimensiuni mari (sute de milioane
de cuvinte). Modelele rezultate sunt comparabile cu dimensiunea textului de antrenare.
Pentru a putea fi folosite eficient, este necesar reducerea, mic orarea sau compresia
modelelor denumit Tn literatura de specialitate n-gram pruning.

Exist ma multe posibilit i dereducere amodelelor lingvistice:
Reducere prin eliminare;
Reducere prin metoda diferen el ponderate;
Reducere probabilistic ;
Reducere bazat pe scor;
Reducere bazat pe entropiardativ (Stolcke);
Reducere bazat pe perplexitate;
Reducere bazat pedistribu ig
Modele n-gram bazate pe clase de cuvinte.

Toate metodele au scopul de a elimina informadiile redundante care nu afecteaz mult
perplexitatea sistemul ui.

*(

Esteceama simpl i ceamai utilizat metod pentru reducerea modelelor lingvistice.
Pentru un model trigram neredus, avem relaiade calcul:

C(xy2) - D(C(xy2)
P(z|xy) = C(xy) dac  Cxyz)>0 Ec. 5.40
altfel a(xy)P(zly)

n formula de mai sus avem:
C(xyz) —este num rul de apari ii a secven e xyz
D(C(xyz)) —este func iade sc dere (constant , estimator Good - Turing);

(x2) — constant  de normalizare.
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Reducerea se redlizeaz aegand un prag k, i toate secven ele trigram pentru care
C(xy2) ksunt eliminate. Astfel modelul este redus considerabil deoarece sunt foarte multe
secven e de trei cuvinte care apar doar de k-ori. Experimental s-a demonstrat ¢ pentru
k = 3 se ob ine un model mult redus cu o cre teremic aperplexit ii.

*( $

Este tot 0o metod eliminatorie, ins Tn acest caz se iau in considerare diferen ele dintre
probabilit ile estimate de modelul trigram i bigram respectiv bigram i unigram. Se alege
un prag k i secven ele cu diferen ade probabilitate P<k se elimin din model.

P =[C(xy2) - D(C(xy2))1{logP(z|xy) - logP(z|y)] Ec.541
*(

Este o metod natural de reducere a modelelor lingvistice. Deoarece perplexitatea este
cea mai bun caracteristic ce evalueaz cditatea unui model lingvistic, reducerea
probabilistic este bazat pe acesta.

Perplexitatea modelului este definit cafiind:

1
- Liogy pr(ud)
pp=o NP Ec. 5.42

Pentru efectuarea reducerii probabiliste se aege o valoare de prag pentru modificarea
perplexit ii (ovaloare care nu afecteaz semnificativ performan ele modelului), iar fiecare
secven n-gram care schimb perplexitatea dup eliminare ma pu in decét pragul impus
seelimin din model.

Schimbarea valorii perplexit ii poate fi exprimat i ca diferen a dintre valorile ratei
entropiel (logprob) Thainte de eliminarea secven e de cuvinte i dup eliminare. Pentru a
calculadiferen ase define te o func ie de pierdere:

LF =- P(w_ w)[log P'(w [w;_;) - log P(w [w;,)] Ec.5.43
In ecuaia7.42 avem:
P(wi|wi.1) — probabilitatea condi ionat in modelul original;
P’ (wi|wi-1) - probabilitatea condi ionat Tn modelul redus;
P(wi.1, ;) — probabilitate netezit Tn modelul original.

Pe baza acestel func ii de pierdere se elimin sau nu o anumit secven n-gram. Dac
pierderea este sub un anumit prag, secven aseelimin , atfel r méane in model.

*((

Se evalueaz probabilit ile tuturor secven elor n-gram. Se define te scorul unui cuvant
ca fiind pozi ia cuvantului din lista ordonat a probabilit ilor tuturor secven elor n-gram

(P(w, |w"™") undew,) V,iarV estedicionarul. Cel mai probabil cuvant vaaveascorul 1,
respectiv cel mai pu in probabil cuvént vaavea scorul |V|, m rimeadic ionarului.
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Reducerea bazat pe scor const n ideea de a elimina din model toate secven ele de
cuvinte caredup eliminarealor schimb scorul mai pu in decét un prag impus (R-R <p).

Lafel calareducereaprobabilistic , i aici se define te o func ie de pierdere:

P(W,_ ;W ){1og[R(w; |w;_;) +K] - logR(w; |wi_,)} Ec. 5.44

W
Inrelaiade mai susavem urm toarele notaii:

R — scorul dinaintea reducerii;

R —scorul dup reducere;

k= 0,1- constant ce nu permite valori nule pentru termenul din logaritm:

log[ R(w; [w;_;) +K]- logR(w, |w_,)
* ( *

Modelele lingvistice n-gram reprezint de fapt distribu ii de probabilitate. Prin reducere
se dore te minimizarea modelului, f r diminuarea performan elor sau cu o diminuare
nesemnificativ a acestuia

Un criteriu @ meninerii performan e poate fi distan a dintre modelul original i
moddul redus. Cu cat distan a dintre cele dou modele este mai mic , cu atat sunt mai
nesemnificative efectel e reducerii mode ului.

Distan a dintre dou distribuii de probabilitate poate fi determinat prin entropia
relativ sau distan a Kullback - Leibler. Entropia relativ  pentru cele dou distribuii (p -
distribu iaorigina , p’ —distribu iadup reducere) se poate exprima astfel:

D(plip)=-  p(w,hy)llogp'(w [h;)- Togp(w |h;)] Ec.5.45
W,

Problema care se pune este selectarea secven elor pentru eliminare astfel Tncéat entropia
relativ (distana) s fie minim . Presupunand, ¢ entropia este afectat de diferitele
secven e Th mod independent, putem calcula D(p||p’) pentru fiecare secven i putem crea
olist ordonat dup cares elimin m acele secven e care modific cel mai pu in entropia
relativ .

*(+ " 0

Este 0o metod dedus din metoda bazat pe entropiarelativ . Pentru alegerea pragului
de reducere, se iau in considerare perplexitatea modelului original (PP) i a celui redus
(PP"):

p(h,w)log p(wh)
PP=¢ "

p(h,w)log p'(wh)
PP'=g "

Ec. 5.46
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Modificarea relativ a perplexit ii modelului poate fi exprimat n func ie de entropia
relativ :
PP-PP _ o(sip) _
PP

1 Ec. 5.47

Algoritmul dereducereare 3 pa i:
Alegereaunui prag k;

Calculul modific rii perplexit ii relative modelului pentru fiecare secven n-
gram in parte;

Eliminarea secven elor pentru care modificarea perplexit ii relative este sub
pragul k;
Recalcularea estim rilor provenite din modelul de revenire.

*(7 " $

Toate metodele prezentate anterior pornesc de la presupunerea ¢ setul de antrenare
acoper setul de testare in sensul ¢ secven ele care sunt puin probabile in setul de
antrenare sunt considerate pu in probabile i Tn setul de test. Aceast presupunere de multe
ori estefas . Metoda bazat pe distribu ieincearc s estimeze probabilitatea de apari ie a
unel secven e n-gram intr-un document nou i s redizeze eimin rile pe baza acestui
criteriu. Dac aceast probabilitate se situeaz sub un anumit prag, secven ase elimin din
model.

Estimarea probabilit ilor cao secven s apar intr-un document nou se poate rediza
imp rind textul de antrenarein mai multep ri i considerand fiecare parti ie un document

Separat.
Pentru a modela distribu ia unui tip anume de eveniment pe unit i de dimensiune fix
exist un model consacrat: distribu ia Poisson.

k
P (k) =P(k,/,) =%e"‘ Ec. 5.48

In ecuaia de mai sus, /. reprezint num rul mediu de apari ie a unui cuvant w; per

document, i este definit ca fiind raportul dintre num rul de documente care conin
cuvantul w; (cfi) i num rul total de documente (N):

/, =i Ec. 5.49
N

(- & 6

Dimensiunea modelelor lingvistice n-gram depinde atét de dimensiunea textului de
antrenare ca 1 de dimensiunea vocabularului. Dac dorim s nu elimin m cuvinte din
dicionar i totu i modelele lingvistice s nu fie foarte mari, inutilizabile Tn mod eficient n
sistemele de recunoa tere a vorbirii, putem realiza reducerea i dac nu consider m toate
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cuvintele din dic ionar c¢i incerc m's grup m cuvintele pe clase. Cuvintele pot fi grupate
n clase pe baza semnificaie (zilele s pt méanii, lunile anului etc.) sau pe baza unor reguli
gramaticae (de exemplu in grupe de p r i de vorbire). Ne putem a tepta ca probabilit ile
de apari ieacuvinteor dinaceia i clas s fiedevalori apropiate

In cazul modelelor lingvistice n-gram putem forma clasele i pe baza istorie
cuvintelor. Cuvintele care au aceiai istorie vor face parte din aceiai clase. In cazul
modelelor n-gram, dou istorii pot fi considerate echivalente dac se termin n acelea i
n-1cuvinte

P(w, [wy ™) = P(W, | Wy Ec. 5.50

Astfel putem estima cuvintele i pentru un istoric neintanit prin echivalareaistoricului
cu un altul existent in setul de antrenare

Modelele lingvistice n-gram obi nuite prezint cateva probleme in cazul utiliz rii lor
practice la sisteme de recunoa tere a vorbirii cu dic ionar mare. Tn cazul sistemelor cu
vocabular mare, num rul parametrilor modelului lingvistic este foarte mare 1 avem nevoie
de un set de antrenare imens pentru a avea estim ri robuste. O posibil rezolvare este
netezirea probabilit ilor prezentat n capitolul 5, ins aceast metod nu poate face
diferen a’intre secven ele de cuvinte permise i nepermise.

Pentru modelul unigram, avem V-1 parametri independen i in cazul unui vocabular de
dimensiunea V.

Pentru modelul bigram avem V-1 parametri independen i.
Tn general pentru un model n-gram avem V-1 parametri.

Dei in general valoarea N a modelului nu dep e te vaoarea trei (cazul modelului
trigram), odat cu cre terea dimensiunii dic ionarului cre te foarte mult i dimensiunea
modelului.

O dternativ viabil de reducere a modelului este Tmp rirea cuvintelor in clase de
echivalen i evaluarea probabilit ii claselor. Aceast metod duce la diminuarea
parametrilor independen i a modelului lingvistic.

Dac parti ion m un vocabular de V cuvinte in C clase de echivalen , obinem un
model n-gram bazat pe clase:
pentrul£ k £ n,

o o Ec. 5.51
P(w, [w;™) =P(w, |c,)P(c, |c;™)

Primul termen reprezint probabilitatea cuvantului wi in clasa ¢, iar cel de a doilea
termen reprezint probabilitatea clasel ¢, condi ionat de istoric. Un astfel de model are
Ch-1+V-C parametri independen i.

Relaiade calcul aprobabilit ii pentru modelul unigram devine:
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Nr.(w)

P(w|c) = NF.(0) Ec. 5.52

P(c) = Nr{e) Ec. 5.53
Vv

P(W) = P(w|c) XP(c) = Nr.(w) _Nr.(c) _ Nr.(w) e 554

Nr.(c) V \%

in relaiile de mai sus Nr.(c) reprezint num rul de cuvinte din clasa c, iar Nr.(w)
reprezint num rul de apari ii al cuvantului w.

Astfel nu exist nici o diferen  intre modelul unigram bazat pe clase de cuvinte i
modelul unigram clasic. Pentru avedea diferen eletrebuies folosmn 2.

Gruparea cuvintelor Tn clase se poate realiza

Manual, de c tre exper i lingvi ti pe baza cuno tin elor sintactice, semantice sau
gramaticae;

Automat:
o0 Algoritmi bazai pe minimizareareducerii informaiel mutuae;
o0 Algoritmi bazai pe minimizarea perplexit ii.

Exist agoritmi speciali de adnotare a textelor de antrenare pe baza p r ilor de vorbire
respectiv exist notaii specifice cum ar fi: C5, C7. Pentru dezvoltarea modelelor n-gram
bazate pe clase putem utiliza colec ii de texte adnotate cum ar fi:

inlimbaenglez [65, 70]:

0 Penn Treebank — 45 simboluri de adnotare [87];

o Brown Corpus— 87 ssmboluri de adnotare [47];

o British National Corpus— 61 simboluri de adnotare [19];
Inlimbaroman [23]:

o NAACL 2003 (corpus paralel englez-roméan coninand aproximativ 1,6
milicane de entit | segmentate in celedou limbi);

o Orwell, 1984 (corpus parael englez-roman cu aproximativ 250 mii de
entit i segmentate in cele dou limbi)

o Platon, Republica (corpus paralel francez -roméan cu aproximativ 250 mii
deentit i segmentate);

0 Ziare (corpusredizat din diverse articole din Evenimentului Zile);

0 ROCO (corpusroménesc format din material jurnalistic de aproximativ 7,1
milioane de entit | segmentate);

0 FrameNet (traducerearoméaneasc aune p ri acorpusului FrameNet 1.1);

o Timex (traducerearomaneasc aune p ri acorpusului Timex);
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0 RoSemCor (corpus parae englez —roméan - italian adnotat la nivel de sens
cu WSDTool);

0 Acquis Communautaire (conine circa 12 000 de documente in limba
roman i circa6000 de documente paralelein 21 de limbi);

Tn limbamaghiar :
0 Szeged Treebank [61];
0 Szeged Corpus[61].

* % &

Modelele n-gram sunt modele lingvistice statice deoarece iau Tn considerare la
estimarea probabilit ii cuvantului urm tor doar cele n-1 cuvinte precedente din setul de
antrenare. Un model trigram de exemplu folose te o istorie de doar dou cuvinte pentru
evauarea probabilit ii urm torului cuvant. Modelele lingvistice adaptive ncearc s
imbun t easc performan ele prin folosirea dependen elor din text pe termene mai lungi.
Din aceast cauz , modelele lingvistice adaptive se mai numesc i modele dinamice.

Modelele lingvistice adaptive se pot clasifica astfel:
model e lingvistice specifice contextul ui;
model e lingvistice cu memorie;
model e lingvistice bazate pe perechi de cuvinte:
o dinacela i document;
o dinaceiai propozi i€
0 repetarea cuvintelor in cadrul unui document.

Modelele lingvistice statice prezint un dezavantgy mare. ele estimeaz acelea i
probabilit i pentru cuvintele urm toare indiferent de context, de tema de discu ie sau de
cuvintele din istoriamai indelungat avorbirii.

O metod simpl pentru Tmbun t irea modelelor statice este adaptarea lor prin
estimarea unor probabilit i din documentul deja prelucrat i recunoscut.

* % &

Modelele lingvistice cu memorie denumite n literatura de specialitate modele cache
inglobeaz informaii din istoria pe termen lung a apari iei secven elor de cuvinte dintr-un
document. Tnglobarea informaiei se realizeaz prin metoda interpol rii liniare a mai
multor modele lingvistice.

Un model trigram ob inut prin interpolarea liniar a probabilit ilor calculate pe baza
frecven elor de apari ie a modelelor unigram, bigram i trigram este un moddl lingvistic
static ce d rezultate satisf ¢ toare Tn sistemele de recunoa tere a vorbirii. Modelul static
poate fi exprimat:

100



ps (W n+l | w n?’ Wn-l) Ec. 5.55
Pelang acesta, sedezvolt i un model dinamic:
pd (W n+1 | w n?’ Wn-l) Ec. 5.56

Modelul dinamic const n estimarea frecven elor de apari ie a modelelor unigram,
bigram i trigram pentru o fereastr ce con ine ultimele n cuvinte din istorie, de asemenea
netezite prin interpolare liniar .

Pentru a ob ine un model lingvistic adaptiv, interpol m modelul static cu cel dinamic
ob inénd modelul lingvistic cu memorie:

p(Wn+1 | Wn ' Wn-l) = /c pd (Wn+1 | Wn ’Wn-l) + (1_ /c) ps (Wn+1 | Wn ’ Wn-l) Ec. 5.57

Constanta de interpolare . seevalueaz folosind agoritmul forward-backward. Recent
s-au dezvoltat i modele lingvistice cu memorie exponen iale, inandu-se seama de faptul
c istoriarecent aunui cuvant arerelevan mai mare decét istoriamai indep rtat .

* % & 8

Ca | modelele lingvistice cu memorie i acest tip de model inglobeaz informaii din
istoria textului, Tns ia Tn considerare doar cuvintele rare (cele care au probabilitatea de
apari ie sub un anumit prag).

Pentru a extrage informaiile din istorie se folosesc a a numitele perechi de cuvinte
legate (trigger pairs) numite i perechi tr gaci — int .

Dac dou cuvintea i b sunt semantic bine corelate (exist o leg tur puternic intre
ele), acesteaformeaz o perechea b (afiindtr gaciul iar b inta).

Dac aparein memorie cuvantul tr gaci a, modelul va estima o valoare de probabilitate
ridicat atét pentru cuvantul acét i pentru cuvantul int b.

Perechile de cuvintea bseafl folosind informaiamutual medie evaluat pe un set
mare de texte de antrenare.

I(a;b) = R p(a,b)log o(@) p(b) Ec. 5.58

SENTENCE

| | |like| milklandl }-'ﬂgurtl
a

milk 0.08 F-—- * milk — vogurt

CACHE milk — cow | TRiGGER

PAIRS

Fig. 5.1. Modelul lingvistic bazat pe perechi de cuvintetr gaci — int [68]
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Informaiile cele mai de folos sunt con inute in a a numitele perechi self triggers, adic
apari ia unui cuvant atrage dup sine reapari ia aceluiai cuvant (in unele cazuri aceia i
r d cin decuvant).

Unele modele iau Tn considerare doar perechile ce apar in acelai propozi ie (in
sentence triggers) spunand ¢ acestea ar fi cele mai relevante.

*+ #

Evaluarea modelelor lingvistice se poate readiza prin mai multe metode. Cea mai bun
metod estes cre m modeul lingvistic pe baza une colec ii mari de texte, iar dup aceea
s Tncerc m s -l folosim intr-un sistem de recunoa tere a vorbirii. Astfel putem vedea
direct aportul adus de c tre modelul lingvistic la Tmbun t irea ratei de recunoa tere.
Aceast metod esteins foarte costisitoare din punct de vedere a calculelor ce trebuiesc
efectuate pentru antrenarea sistemului i mai apoi pentru testare. Din aceast cauz s-au
Cc utat alte metode pentru evaluarea modelelor lingvistice. Cele mai des utilizate metode
sunt [65]:

generarea aleatoare a propozi iilor pe bazaestim rilor f cute de modelul lingvistic;

rearanjarea cuvintelor din fraze pe baza probabilit ilor calculate de modelul
lingvistic;
metode provenite din teoriainformaiei.

Primele dou metode au labaz ideea de a genera propozi ii cat mai apropiate sintactic
sau semantic de vorbirea uman . Prima metod Tncearc S construiasc secvene de
cuvinte i s formeze propozi ii astfel incét probabilitatea de apari ie a secven ei construite
s fiecé ma mare. Cuvintele sunt alese dintr-un dic ionar, iar probabilit ile sunt estimate
in prealabil pe baza unor colec ii mari de texte. Cea de a doua metod incerc s schimbe
ordinea cuvintelor dintr-o fraz , pe baza acelora i probabilit i, astfel incét fraza nou
generat s fiecorect .

Aceste dou metode pot furnizainformaii despre calitatea modelului lingvistic, ins nu
pot estima cat de bine modeleaz un text nou neintalnit Thainte. Metodele nu pot fi utilizate
nici pentru comparareaadou sau mai multe modele lingvistice.

Metoda cea mai important ce provine din teoria informaiel este perplexitatea. Cu
gutorul perplexit ii putem evalua atét calitatea modelelor lingvistice, cat i dificultatea
recunoa terii vorbirii pentru un anumit sistem de recunoa tere i o baz de date de vorbire
aleas . Pentru a putea defini perplexitatea, avem nevoie s definim entropia unei variabile
aeatoare.

~k+ #

Pentru o variabil aeatoare X={x;, X2, ...Xn}, vaoarea entropiel se poate calcula cu
rdaia

H(X)=-  p(x)¥og, p(x) Ec. 5.59

A X
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Entropia este m sura informaiel coninute intr-un ML i reprezint de fapt ca& de
apropiat este un anumit model de limba pe care 0 modeleaz . Unitatea de m sur pentru
entropie este bitul.

Pentru o surs cu distribu ie uniform pentru toate variabilele x (p(xX)=1/N), entropiava
fi:

N1 1M1
H=- —log,—= —log,N=log, N =1 Ec. 5.60
Y g, N N d> g, c
Pentru o surs care emite simboluri neindependente, entropiase vacaculacureaia:

Hw")=-  p(w")xog p(w") Ec. 5.61
w Vv

* 4

Pentru calculul perplexit ii se utilizeaz o valoare numit rata entropiel ce reprezint
valoareaentropiei Tmp r it lanum rul de cuvinte din vocabular (N):

iH(wln -.1 p(w') ¥og, p(w;') Ec. 5.62
N N v
Pentru am sura entropia unel limbi reale (L), ar trebui s lu m in considerare secven e

de cuvinte de lungime infinit (n ). Astfel rata entropiei unel limbi este limita relaiel
18 cand lungimea secven & de cuvinte ntinde la

L =[ime - P) Hog, pwD)) Ec. 563

n® ¥ w

Conform teoremei Shanon — McMilan - Breiman, dac limbgul este staionar i
ergodic, rataentropiel se reduce astfel:

HL) =]im( %IogZXp(wl”)) Ec. 5.64

n® ¥

Cu toate ¢ probabilit ile p(w]) nu se pot calcula pentru o limb dat , ele pot fi

aproximate prin calculul probabilit ilor p* (wy') dintr-o colec ie mare de texte folosind un

model lingvistic statistic. Valoarea astfel estimat a ratei entropiel se nume te logprob
(LP).

LP=- %Iog2 p* (w') Ec. 5.65
Se poate demonstrac LP  H pentru orice limbgj ergodic.
4 0
Avand definit valoarealogprob, putem defini i perplexitatea unui model lingvistic:

PP =2 Ec. 5.66
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Pentru o surs cu distribu ieuniform valoare perplexit ii devine:
PP = 2'%%2N
log, PP =log, N
PP =N Ec. 5.67

Pentru o surs cu distribu ie neuniform valoarea perplexit ii se poate calculaastfel:

PP =2'F
op = 2-%1092 ()

1 n
log, PP =- WIng p*(w')

1
log, PP =log, p* (w') N

1

PP =p*(w") N Ec. 5.68

Conform Ecua iel 6.67, perplexitatea modelelor unigram, bigram i trigram vor fi dup
cum urmeaz :
1

Unigram: PP:[é p(w)] N

k=1

Q£ 1
Bigram: PP =[p(w,) Q) p(w, |w.,)] N

k=2

Z|+

A R
Trigram: PP =[p(w,) xp(w, | w;) )O PW | W1, Wy 5)]

k=2
* +( $

Istoria unei unit i lingvistice con ine mai multe surse de informa ie, aegerea celel mai
bunef r afi necesar testareain preaabil este foarte important . O metod des utilizat
cu gutorul c ruia se poate evalua potenialul unei surse de informaie este informaia
mutual .

Informaia mutual este o m sur cantitativ avolumului de informaie furnizat de o
variabil aleatoare (X) despre o alt variabil (Y). Echivalent, informaia mutua poate fi
definit careducereaentropiei variabilei aleatoare Y atunci cand variabila X este cunoscut .

Formulade calcul a informaiei mutuale este:
I(X:Y)=H(®)- H(Y | X) =
=-  p(y)Hogp(y)+ p(x) p(y|x)logp(y|x)

y X y
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1(X:Y)= p(xYy) IogM Ec. 5.69
Xy P(X) p(y)

* < - 0 "

)

Tn ultimii ani au ap rut mai multe incerc ri de implementare practic a unor programe
software pentru modelarea lingvistic . Sistemele moderne de recunoa tere a vorbirii cu un
dic ionar mare nici nu pot fi imaginatef r aceast component .

Unele implement ri sunt independente de sistem 1 sunt puse la dispozi ia cercet torilor
pentru testare. Tn ceea ce urmeaz , trecem n revist trei dintre cele mai importante pachete
software pentru modelarealingvistic :

CMU SLM - Carnegie Mellon Statistical Language Modeling Toolkit[109];
SRI LM - The SRI Language Modeling Toolkit [107];
HTK Language Modeling Toolkit [117].

* &< &6 & & ) 2

Pachetul Carnegie Méellon Statistical Language Modeling (CMU SLM) con ine céteva
unelte software pentru generarea modelelor lingvistice pentru recunoa terea vorbirii.
Aplicaiileruleaz peplatform unix/linux.

Pachetul poatefi imp ritindou p ri. Primacon ine uneltele necesare pentru a crea:
vocabularul;
lista de frecven e acuvintelor;
tabelele cu numerele de apari ii asecven eor bigram i trigram;
rapoarte statistice aferente frecven elor de apari ie asecven elor bigram i trigram;
diferite tipuri de modele lingvistice.
Tn cea de a doua categorie sunt cuprinse unelte pentru calculul:
perplexit ii;
ratei cuvintelor din afara vocabularului.

Cu gjutorul acestui pachet se pot genera diferite modele lingvistice n-gram, cu mai
multe op iuni de netezire a probabilit ilor.

Fig. 5.2 prezint arhitecturasistemului i pa ii necesari pentru crearea i evaluarea unui
mode lingvistic.

CMU SLM ofer posibilitatea de a rediza ma multe tipuri de netezire a
probabilit ilor:

Netezire Good - Turing;
Netezire Witten - Bell;
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Fig. 5.2. Arhitectura sistemului CMU SLM [109]

9

* & 6) 8 & ) 2
SRI LM este un pachet software pentru crearea i utilizarea modelelor lingvistice, Tn
domeniul recunoa terii statistice avorbirii.
SRI LM esteac tuit dinurm toarele componente:
Un set de clase dezvoltate in limbajul C++ pentru implementarea modelelor
lingvistice;
Un set de programe executabile cl dite pe clase pentru antrenarea i evaluarea

modelelor precum | pentru segmentarea i adnotarea textelor.

Pachetul SRILM ruleaz atét pe platform Unix cat i Windows.
* > &)

HTK Toolkit este un pachet software deosebit de important dezvoltat pentru a putea
crea i antrena sisteme de recunoa tere a vorbirii. El conine i un subpachet dedicat
gener rii i evau rii modelelor lingvistice: HLM Tools.

Pachetul afost dezvoltat in limbajul C i ofer posibilitatea cre rii, test rii i evau rii
modelelor lingvistice. Permite generarea diferitelor tipuri de modele lingvistice: cu
revenire, cu interpolare sau bazate pe clase.
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Fig. 5.3. Arhitectura pachetului HLMTools[117]
Procesul de creare aunui modd lingvistic aretrel etape:

Prima etap const 1in citirea textului de antrenare i calculul respective stocarea
numerelor de apari ie asecven elor n-gram,

Ceade adoua etap (opiona ) const Tn modificarea frecven elor de apari ie pe
baza vocabularului sau pentru creareamodelel or bazate pe clase;

Creareapropriuzis amodelului lingvistic.

Text
b
LGP rep Liew Ma
b v
Gram fike Wo rdma p
= ) i
h
Lalao py IEuild
n-grm LM

Fig. 5.4. Procesul de creare a unui model lingvistic n-gram, utilizand HLM Tools[117]

Procesul esteilustrat Tn figurade mai sus. avem nevoie de un text de antrenare formatat
corespunz tor, apoi cu gjutorul LGPrep se calculeaz frecven ele de apari ie a secven elor
_n-gram i lesalveaz 1n a anumitele fi iere gram. LGCopy poate sorta datele din fi ierele
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gram i poate grupa cuvintele cu istorii echivalente. Pasul urm tor const Tn definirea
dicionarului i c utarea cuvintelor din afara dicionarului. Modelul Tn sine se poate
construi folosind LBuild. Pot fi generate modele unigram, bigram, trigram sau modele cu
istoriemai lung .

Tn final se poate evalua modelul construit calculand perplexitatea i rata de cuvinte din
afaravocabularului folosind LPCalc.

Pentru netezire, HLMTools ofer sprijin pentru estimatorul Good - Turing i pentru
sc dereaabsolut , back-off i interpolare.

* I 16 )

Modelele n-gram odat construite trebuie stocate pentru utilizarea ulterioar in
sistemele de recunoa tere a vorbirii. Modelele pot fi stocate Tn mai multe formate: text,
binar, binar comprimat i optimizat, etc. Cel ma r spandit mod de stocare este cel n
format text: ARPA-MIT.

Modelul coninedou p ri distincte:
antetul;
corpul care con ine defini iapropriuzis amodelului.

Formatul general a unui model lingvistic cu revenire in formatul ARPA-MIT poate fi
descris astfel [117]:
<LM_déefinition> = [ { <comment> } ]
\data\
<header>
<body>
\enadl\
<comment> = { <word> }
Antetul descrie con inutul fi ierului. Prima valoare de tip intreg reprezint ordinul
modelului, iar cel dea doileanum rul de secven e n-gram stocate in model.
<header> = { ngram<int>=<int> }
Corpul unui model lingvistic descris conform formatului ARPA-MIT are
urm toareasintax [117]:
<body> = { <Impart1> } <Impart2>
<lImpartl> = \<int>-grams:
{ <ngramdefl> }
<lImpart2> = \<int>-grams:
{ <ngramdef2> }
<ngramdefl> = <float> { <word> } <float>

<ngramdef2> = <float> { <word> }
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Fiecare defini ie n-gram con ine o vaoare de probabilitate stocat ca logaritm in baza
10, secven a de cuvinte n-gram i pe urm valoarea de pondere a revenirii stocat tot ca
logaritm Tn baza 10.

Tn continuare este prezentat un exemplu de mode lingvistic trigram stocat Tn formatul
ARPA-MIT. Moddul este calculat pe baza textelor Sherlock Holmes cu gjutorul HTK
Toolkit.

BIGRAM: method Katz, cutoff 1
coeff 7] : 0.000000 0.624744 0.735877 0.778591 0.820503 0.820869 0.855058
TRIGRAM: method Katz, cutoff 1
coef 7]: 0.000000 0.491647 0.641029 0.718734 0.763067 0.838658 0.812683
\data\
ngram 1=5001
ngram 2=49014
ngram 3=60314
\1-grams:
-1.3258 IHUNK  -0.2990
-1.2137 </s>  -04257
-99.9900 <s> -1.1509

-1.6503 A -0.8321
-4.4622 A -0.2074
-4.6618 ABANDON -0.2286

-4.8379 ABANDONED -0.0723
-4.8379 ABBEY -0.5989

-4.8379 ABDULLAH -0.4592
-4.8379 ABE  -0.5989

-4.8379 ABILITY-0.3125

-2.0525 ABLE BY

-2.0525 ABLE IN

-0.0454 ABLE TO -0.1547
-0.9447 ABOARD A
-0.6975 ABOARD THE
-1.5010 ABOUT !UNK -0.0019
-1.6855 ABOUT </s>  +0.1318
-1.5010 ABOUT A -0.2202
-2.5720 ABOUT ALL

-2.8192 ABOUT AMONG+0.0338
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-2.4226 ABOUT AN -0.1206
-1.9617 ABOUT AND  -0.0109

-0.3083 PLACE </s> <s>
-0.4844 PLACE AMONG HIS
-1.3295 PLACE AND IUNK

-1.3295 PLACE AND I

-0.8636 PLACE AND THAT
-1.3295 PLACE AND WE
-0.6094 PLACE AS THE

-0.7063 PLACE BUT I
-0.4844 PLACE BY A

Crearea modelelor lingvistice trebuie realizat n concordan cu domeniul vorbirii ce
urmeaz a fi recunoscut. Pentru a atinge performan e bune domeniul textelor pe baza
C rora se genereaz modelul lingvistic trebuie s coincid cu domeniul vorbiri de
recunoscut. Adesea colectarea unui volum suficient de mare de texte de antrenare pentru
un domeniu nou este o problem dificil . Pentru limbile de circulaie internaional i n
special pentru limbaenglez exist destul de multe corpusuri lingvistice puse la dispozi ie
de Linguistics Data Consortium [70]. Pentru limba romén corpusurile puse la dispozi ie
gratuit [1] sunt prea pu ine pentru a acoperii 0 mare varietate de domenii. Tn acela i timp
textele disponibile in format electronic nu sunt normalizate.

Colectarea unui volum mare de texte prin intermediul Internetului este o posibil
aternativ , Tns Tn acest caz textele colectate trebuie prelucrate inainte de utilizare,
deoarece acestea con in o serie de tag-uri HTML sau CSS, secven e de cod JavaScript etc.
Preprocesarea textelor se nume te condi ionare (text conditioning) sau normalizare (text
normalization) in literatura de specialitate.

Acest subcapitol prezint aplicaia proprie dezvoltat Tn vedereac ut rii i desc rc rii
textelor de pe Internet precum i a preproces rii acestorain vedereamodel rii lingvistice.

Textul scris difer foarte mult de vorbire. De exemplu Tntr-un text scris apar numere,
abrevieri, acronime, semne de punctuaie i o serie de alte cuvinte ac ror rostire difer de
forma scris . Acestea sunt numite: non-standard words (NSW) i trebuie transformate in
formain care ele sunt rostite. Semnele de punctua ie trebuie eliminate.

Linguistic Data Consortium ofer un set de instrumente software rudimentare pentru
preprocesarea textelor. O alternativ 1a acestea o reprezint NSW tools [86]. NSW Tools
ofer posibilitatea convertirii numerelor in cuvinte i Tnlocuirea abrevierilor cu forma lor
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prezentat n tabele. NSW Tools func ioneaz independent de domeniul textelor, in raport
cu LDC Tools care sunt specializate pe domeniul tirilor economice [86].

Pentru limba romén procesul de normalizare este mai dificil decd pentru limba
englez , din cauza caracterelor diacritice.

Sistemul propriu execut urm toarele operaii e ementare pentru condi ionareatextelor:
elimin tag-urileHTML,;
elimin tag-urile CSS;

segmenteaz textul pe baza punctuaiei marcand op iona cu <s> i </s> inceputul,
respectiv sfar itul unel propozi ii;

segmenteaz textul | sand doar céte o fraz perand;
elimin semnele de punctuaie;

converte te numerelein cuvinte in formalor rostit ;
converte te textul op ional in caractere mici sau mari;
elimin réndurile goae;

elimin spaiile redundante.

C utarea textelor pentru un anumit domeniu se realizeaz pe baza unor cuvinte cheie
care reprezint intr rile aplicaiel i sunt citite dintr-un fi ier de configurare creat anterior.
Pentru c ut rile de coninut pe Internet am utilizat Google AJAX Search API [54] care
returneaz pentru fiecare cuvant chele cele mai potrivite 3 URL - uri sub forma unor
obiecte JSON (Javascript Object Notation) [62]. Con inutul paginilor WEB specificate
sunt desc rcate i salvate in format text dup care se trece la procesul de normalizare
descris mai Tnainte. Aplicaia de c utare i desc rcare a coninutului, precum i a
preproces rii textelor afost dezvoltat folosind platforma Java EE.

Aplicaiapentru modelarealingvistic ofer posibilitatea de:
aselectafi ierul deinv are;
agenerafi ierul dedic ionar;

a genera modelele n-gram (unigram, bigram i trigram) in fi iere separate conform
formatului ARPA - MIT;

a calcula valoarea FOF (frecven ele relative de apari ii) pentru modelele n-gram
generate;

a efectua netezirea probabilit ilor utilizand una dintre urm toarele metode:
0 netezireaLaplace;
0 netezirea Witten - Bell;

0 netezireaprin revenire (Katz) utilizénd estimatorul Good - Turing;
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aevaluamodelele lingvistice create prin calcularea perplexit ii.

Aplicaiaafost implementat in limbaul C++, sub platforma Microsoft Visual Studio
2005 Professional Edition. Pentru implementarea interfe el grafice am folosit pachetul de
func ii MFC (Microsoft Foundation Classes) versiunea 8.0.

Programul con ine patru clase mai importante:
Dictionary
o Conineimplement rilefunciilor legate de creare adic ionarului;
Gram

o Conine implement rile funciilor legate de crearea fi ierelor care conin
modelele n-gram in format ARPA - MIT;

Fof

o Conine implement rile funciilor legate de crearea fi ierului care con ine
valorile FOF ale modelelor generate;

Lm

o Conine implement rile funciilor legate de crearea modelului lingvistic,
con ine metodele de netezire 1 metoda pentru calculul perplexit ii unui
model lingvistic;

Schemabloc aaplicaie este prezentat in Fig. 5.5iar interfaaaplicaie in Fig. 5.6.
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Fig. 5.5. Schema bloc a aplica iei proprii pentru modelarea lingvistic
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Fig. 5.6. Interfa a grafic aaplicaiei proprii pentru modelarea lingvistic
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Baza de date Sherlock Holmes [117] este o colec ie de texte de dimensiuni mici in
comparaie cu coleciile de texte utilizate pentru recunoa terea vorbirii continue cu
dicionar mare accesibil Tmpreun cu modulul HLMTools din cadrul HTK Toolkit. Ea
con ine 50 de povestiri despre celebrul Sherlock Holmes, scrise de Arthur Conan Doyle.
Fiecare povestire este stocat ntr-un fi ier de tip text. Fi ierele sunt Tmp r ite in dou
directoare: train i test folosite pentru antrenarea respectiv evaluarea modelului lingvistic.
Pentru antrenare sunt folosite 49 de povestiri din cele 50, r manand o povestire pentru
testarea model ului.

Textele sunt preprocesate, fiecare fi ier coninand céte o fraz pe fiecare rand, frazele
fiind delimitate cu marcatorii: <s> i </s>. Din text sunt eliminate semnele de punctuaie.

HTK Toolkit furnizeaz i un dicionar de 5 000 de cuvinte pe baza ¢ ruia se pot crea
modelele lingvistice. Cu toate ¢ pentru un sistem real de recunoa tere a vorbirii continue
este necesar un dicionar mult a mare (de aproximativ 60 000 de cuvinte), dat fiind
dimensiuneamic abazel dedate, acest dic ionar este suficient Tn acest caz.

Folosind uneltele oferite de HTK Toolkit am generat modelele unigram, bigram |
trigram pentru aceast colec ie de texte.

Num rul secven éor unigram a fost 5 001: cele 5 000 de cuvinte din dic ionar plus
cuvantul 'UNK (unknown) care a fost simbolul pentru cuvintele din afara dic ionarului.
Num rul secven elor bigram afost: 49 014 iar cel a secven elor trigram 60 314.

Pentru modelele bigram i trigram am folosit metoda de revenire Katz.

Textul de evauare folosit con ine 556 de fraze i un num r total de 10 408 cuvinte.
Num rul cuvintelor din afara vocabularului a fost de 665 ceea ce reprezint o rat de
6,75%.

Tn final am evaluat perplexitatea celor trei modele pe textul de testare pentru a putea
face o comparaieintre ele. Rezultatele ob inute sunt prezentate in tabelul de mai jos:

$$ $/'HBH#ES & 3/ PGB

G 6.4 95 /4:9
1 454 :9 2T
445 -6 :4-9

Tabelul 5.1. Perplexitatea modelelor unigram, bigram i trigram pentru corpusul Sherlock Holmes [ 36]
* ') $

Baza de date Susane afost dezvoltat |a University of Sussex in Anglia. Versiunea s a
bazei de date a fost lansat Tn anul 2001. Colec ia este adnotat gramatical, avand pe
fiecare rand un singur cuvant Tnso it de un identificator i de adnot rile specifice. In
urm torul exemplu avem propozi ia “The Fulton County Grand Jury said Friday an
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investigation of Atlanta’s recent primary election produced no evidence that any

irregularities took place.” [103].
A01:0010.03 -
A01:0010.06 -
A01:0010.09 -
A01:0010.12 -
A01:0010.15-
A01:0010.18 -
A01:0010.21 -
A01:0010.24 -
A01:0010.27 -
A01:0010.30 -
A01:0020.03 -
A01:0020.06 -
A01:0020.09 -
A01:0020.12 -
A01:0020.15 -
A01:0020.18 -
A01:0020.21 -
A01:0020.24 -
A01:0020.27 -
A01:0020.30 -
A01:0020.33 -
A01:0020.39 -
A01:0030.03 -
A01:0030.06 -
A01:0030.09 -
A01:0030.12 -
A01:0030.15 -

YB <minbrk> - [Oh.Oh]
AT The the [O[9Nns:s.
NP1s Fulton Fulton [Nns.

NNL1cb County county .Nns|

JJ Grand grand

NN1ic Jury  jury .Nns. g

VWDv said say [vd.vd]

NPD1 Friday Friday [Nns:t.Nns:t]
AT1 an an [Fn:o[Ns:s.
NN1n investigation investigation

10 of of [Po.

NP1t  Atlanta Atlanta [N G[Nns.Nns|
GG +<apos>s - .G]

JJ recent recent

JJ primary primary .

NN1n election election .Ns| Po]Ns:g|
VWDv  produced produce [Vd.Vd]
YIL <ldquo> -

ATn +no no [Ns:0.

NN1u evidenceevidence.

YIR +<rdquo> -

CST  that that [Fn.

DDy any any [Np:s.

NN2  irregularities  irregularity .Np:g
VVDv took  take [Vvd.vd]

NNL1lc place place [Ns:0.Ns:0]Fn]Ns:0]Fn:0]g
YF +. - o)

Textele sunt grupate in 64 de fi iere, fiecare con inadnd peste 2 000 de cuvinte. Textele
provin din colec ia Brown Corpus i sunt grupate in patru categorii: reportgje din pres ,
literatur , texte tiinifice, romane de aventur . Fiecare categorie con ine 16 fi iere notate
cu: A (pres ), G (literatur ), J(lucr ri tiinifice) i N (aventur ).

Pe lang textele adnotate colec ia Susane conine i un dic ionar cu toate cuvintele ce
apar in texte, inso ite de ssimbolurile de adnotare.

Pentru a putea crea modele lingvistice, i aputeafi evaluate, textele din colec ia Susane
trebuie Tmp rite in dou categorii: texte de antrenare respectiv texte de testare. Pentru
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primul experiment vom crea patru modele lingvistice distincte, cdte un model pentru
fiecare gen de text. Astfel cele 16 texte din fiecare categorie vor fi imp r ite astfel: primele
15 vor congtitui setul de antrenare, iar ultimul text va fi textul de testare a modeului
lingvistic.

Pentru crearea modelelor lingvistice am folosit pachetul propriu de programe prezentat
n Capitolul 5.9. Pentru ca acest corpus s poat fi utilizat, este necesar eliminarea
adnot rilor din texte, astfel incdt s avem fi ierele de formatul celor din baza de date
Sherlock Holmes: céte o propozi ie pe un rand, delimitat cu marcatorii <s> i </s>.
Totodat trebuie eliminate i semnele de punctuaie.

Dup aceste preg tiri putem trece la crearea propriuzis amodelelor lingvistice.

Pentru crearea modelului tip texte de pres (A), am creat un dicionar de 5 001 de
cuvinte, luand in considerare primele 5 000 de cuvinte pe baza frecven elor de apari ie din
textele de antrenare. Tn totaitate textele de antrenare conin 33 175 cuvinte, dintre care
unele serepet .

n final am generat modelele unigram, bigram i trigram pentru aceast colecie de
texte. Pentru modelele bigram i trigram am folosit metoda de revenire Katz cu estimatorul
Good - Turing ca i latextele Sherlock Holmes.

Textul de evaluare folosit conine 85 de fraze i un num r total de 2 226 cuvinte.
Num rul cuvintelor din afara vocabularului a fost de 505 ceea ce reprezint o rat de
23,59%f r aluain cacul ssmbolurile deinceput i desfér it depropozi ie: <s> i </s>.

Tn final am evaluat perplexitatea celor trei modele pe textul de testare pentru a putea
face o comparaieintre ele. Rezultatele ob inute sunt prezentate in tabelul de mai jos:

$ $/%#S & $/ PGB

G 7-7:7 4847
1 58: .9 4--9
598 -6 17/

Tabelul 5.2. Perplexitatea modelelor unigram, bigram i trigram pentru colec ia de texte de tip A din baza de
date Susane [38]

Cel de a doilea moddl creat pe baza textelor din baza de date Susane, afost cel pentru
textele de tip G (literatur ). Pentru antrenarea modelului am folosit 33 866 cuvinte, iar
pentru testare un text cu 78 de propozi ii avand in total 2 232 cuvinte. Am creat de
asemenea modelele unigram, bigram 1 trigram (cu metoda de revenire Katz i estimatorul
Good - Turing) i am gunslaurm toarele rezultate:

$ $/'%#S & $/ PGB

G 7-784 498.
1 6.5 6: 46-9
6./ :4 44: .

Tabelul 5.3. Perplexitatea modelelor unigram, bigram i trigram pentru colec ia de texte detip G din baza de
date Susane [38]

116



Num rul cuvintelor din afara vocabularului a fost de 394 ceea ce reprezint orat de
18,29%f r aluaincacul ssimbolurile deinceput i sfér it de propozi ie: <s> i </s>.

$$ $/'HBH#ES & 3/ PGB

G 77/ 96 4859
1 5/ 959 4-99
64/ 7- 4. 44

Tabelul 5.4. Perplexitatea modelelor unigram, bigram i trigram pentru colec ia de texte de tip J din baza de
date Susane [38]

Modelul creat pentru textele de antrenare provenite din lucr ri tiinifice (de tip J) a
fost antrenat pe un set de antrenare de 33 373 cuvinte i testat pe un text cu 62 de fraze
avand 2164 cuvinte, rata cuvintelor din afara vocabularului fiind de 20,98% (acest procent
Tnsemnand un num r de 441 cuvinte).

Rezultatele perplexit ii pentru cele trei modele (unigram, bigram i trigram cu revenire
Katz) sunt prezentate in Tabelul 5.4.

Cdl de a patrulea model adaptat pentru textele de tip N a fost antrenat cu un set de
antrenare de 34 845 cuvinte i testat cu un text cu 103 fraze avand in total 2 230 cuvinte.
Num rul cuvintelor din afara vocabularului pentru textul de testare a fost de 267 cuvinte
ceeaceinseamn 12,55%.

Rezultatele ob inute Tn acest experiment din nou pentru cele trei modele (unigram,
bigram i trigram cu revenire Katz i estimator Good - Turing) sunt prezentate in Tabelul
5.5.

$/'5 #% & $/ P ®

G 64. 9 4: 58
1 -8. 7- 484-
-84 6: 466:

Tabelul 5.5. Perplexitatea modelelor unigram, bigram i trigram pentru colec ia de texte detip N din baza de
date Susane [38]

Tn cazul celor patru modele cea mai mic perplexitate s-a ob inut folosind modelul
bigram. Modelul trigram nu a putut dep i performan ele modelului bigram datorit
faptului ¢ datele din textele de antrenare nu sunt suficiente.

Tn ultimul experiment am Tncercat s cre m un model mai mare pentru intreagabaz  de
date Susane. Astfel am antrenat modelul in totaitate cu 135 259 cuvinte din 6 259
propozi ii. Dintre acestea 15 444 au fost cuvinte diferite.

Am incercat s gener m trei modele diferite pe baza unor dic ionare de 5 000, 10 000
respectiv 15 000 cuvinte. Dic ionarul de 5 000 cuvinte este util pentru a putea compara
acest model cu model ele adaptate la genul textelor. Modelul construit pe baza dic ionarului
de 10 000 de cuvinte este relevant, deoarece aproximativ 10 000 de cuvinte apar de cel
puindou ori in textele de antrenare. Ultimul model afost construit pe baza unui dic ionar
de 15 000 cuvinte care include aproape toate cuvintel e existente in textel e de antrenare.
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Testarea s-a realizat cu céte un text din fiecare tip. Setul de testare a con inut 8 855

cuvinte in 328 fraze.

Rezultatele ob inute sunt sintetizate in Tabelul 5.6.

— # $ | $/$#S] ! $ & $ ## & $ & $
BHHS H W HHHS H H I $) 0
G 87.5 94-8
7.. 1 577 86 46.4 4868 7179
57- 9 7.9
G 47 75 976-
4., 1 698 86 [ a4 8895
69. 8- 7.6
G /58-- 9975
47... [1 77. -8 996 /. 9.87
767 8- 87. -

Tabelul 5.6. Perplexitatea modelelor unigram, bigram i trigram pentru Tntreaga colec ie de texte Susane,
utilizand dic ionare de diferite dimensiuni [ 38]

x 9 $ 4 $ 4

Constitu ia Roméaniel este un corpus de dimensiuni reduse i poate fi utilizat doar
pentru test ri preliminare a aplicaiel de modelare lingvistic . Domeniul corpusului se
inscrie strict Tn domeniul dreptului i a legidaid, astfel ¢ modelele generate pe baza
acestui corpus vor fi potrivite strict la acest domeniu restrans.

Corpusul con ine un num r de 9 936 cuvinte care sunt grupate in 718 propozi ii. Dintre
acestea am reinut aproximativ 10% pentru testarea modelelor. Restul corpusului a fost
utilizat pentru antrenarea model€elor.

Am caculat frecven ele de apari ie pentru modelele unigram, bigram, trigram |
fourgram cu toate ¢ dimensiunea corpusului nu ne permite s cre m modele trigram |
fourgram performante. Tabelul 5.7 con ine primele 15 cuvinte cu cele mai mari frecven e
de apari iedin corpusiar Tabelul 5.8. prezint cele mai frecvente secven e de 4 cuvinte din
COrpus.

HJ 9. Y 47 % 94
HJ 94 2 474 $ # G2 9.
69. 4-: #$& 8/
6.7 % 448 # & $C 8:
& -:9 - )G 88

Tabelul 5.7. Num rul de apari ii a celor mai frecvente 15 cuvinte din corpusul Constitu ia Roméaniei [39]
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2" HJ HJ 48
HJ HJ $# G 44

!

2" $ %&)Y HJ HJ 4,

" #

) & 2 2" HJ HJ :
$

)%  $¥ HG % 2 $ 8% G2 :

Tabelul 5.8. Cele mai frecvente secven e de 4 cuvinte din corpusul Constitu ia Romaniei [44]
Dimensiuneadic ionarului este de 1 928 cuvinte dintre care 963 apar de mai multe ori.

In primul test am folosit doar cele 963 cuvinte care apar de mai multe ori in corpus ca
dic ionar, pe celelalte mapandu-le intr-o clas de cuvinte necunoscute. Am generat apoi
modelele unigram, bigram i trigram folosind metoda de revenire Katz i estimatorul Good
- Turing pentru realocarea masei de probabilit i pentru secven ee neintélnite. Am evaluat
n final modelele create calculand perplexitatea lor. Valorile de perplexit i ob inute sunt
prezentate in Tabelul 5.9.

$/"%5 # $#
G 771 96
1 5/ 9 59
64/ 7-

Tabelul 5.9. Valorile perplexit ilor ob inute pentru modelele create pe baza corpusului Congtitu ia
Roméniei folosind un dic ionar de 963 de cuvinte [ 39]

In cel de a doileatest am luat Tn considerare la crearea dic ionarului doar acele cuvinte
din corpus care au num rul de apari ii mai mare decét 2. Dicionarul astfel construit
con ine 626 cuvinte restul cuvintelor fiind mapate in clasa cuvintelor necunoscute.

Dup generarea modelelor lingvistice 1 testarea lor, am ob inut rezultatele prezentate
in Tabelul 5.10.

G 7.1 86
1 55- -6
64/ -5

Tabelul 5.10. Valorile perplexit ilor ob inute pentru modelele create pe baza corpusului Constitu ia
Roméniei folosind un dic ionar de 626 de cuvinte [ 39]

Din rezultatele ob inute se poate observa, ¢ odat cu cre terea num rului de cuvinte
din dicionar, cre te i perplexitatea, adic dificultatea de a modela textul, iar modelul
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rezultat are calit i mai slabe. A adar modelele reduse, prin simpla eliminare a cuvintelor
din dicionar a ¢ ror num r de apari ie nu atinge un anumit prag, sunt mai smple i dau
rezultate mai bune. Cuvintele din dicionar care apar o singur dat nu imbun t esc
performan ele modelului, din contr ele duc lacre terea perplexit ii, deci trebuie eliminate
din model. Modelele reduse prin eliminarea cuvintelor cu num rul de apari ie mai mic decét o

valoare de prag sunt mai simple i de obicei prezint aceleai valori de perplexitate. Vaoarea de
prag se poate determina experimental .

Modelele trigram surclaseaz modelele bigram, doar cand setul de antrenare este
suficient de mare. Tn concluzie modelele n-gram trebuie astfel aese astfel Incét datele de
antrenare s fie suficiente pentru modelul ales. Pentru corpusuri de dimensiuni mici se
poate utiliza cu succes modelul bigram

Perplexitatea atins folosind aplicaia proprie intrece valorile reportate in literatura de
speciaitate pentru modelele create pe baza textelor de tip N din corpusul Susanne (vezi
[92]).

Din rezultatele ob inute pentru corpusul Constitu ia Romanie, putem vedeac cele mai
frecvente cuvinte sunt prepozi iile: ,de’, , i”, ,in", &, ,la, s, ,sau’, d”, ,prin”, ,cu’
etc. Putem generaliza afirmand, ¢ acest lucru este valabil pentru oricare corpus de limba
Romén . Aceast afirmaiatrebuieint rit cu rezultate bazate pe colec ii mult mai mari de
texte.

Putem observa totodat , ¢ verbul ,afi” este foarte des intanit iar apari ia cuvantului
»dreptul” printre primele 15 cuvinte cu cele mai multe apari ii nu este deloc o surpriz
inand cont de domeniul textului.

Pe viitor dorim s Tmbun t im aplicaia de preprocesare a textelor pentru limba
Roman prin restaurarea caracterelor diacritice. Totodat dorim s test m aplicaia pe o
colec ie de texte de dimensiuni mai mari format din articole de ziare Romane ti.

O at poshil direcie de dezvoltare ar fi implementarea unor metode mai
performante de netezire a probabilit ilor modelelor lingvistice cum ar fi algoritmul propus
de Kneser i Ney [24, 64-65, 102].

Pentru a putea compara rezultatele ob inute cu alte sisteme de modelare lingvistic pe
viitor dorim s incerc m i ate sisteme open source cu ar fi de exemplu CMU-LM [109],
SRI-LM [107])

Folosind aplicaia Java de culegere i de preprocesare de texte dezvoltat , dorim s
realiz m o colecie mare de texte in limba Romén separat pe diferite domenii i s
trecem laurm toareafaz : ceade adnotare atextelor.
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Obiectivul prezentei teze afost s aduc contribu ii Tn domeniul recunoa terii automate
a vorbirii continue i a prelucr rii limbaului natural. Contribuiile la domeniile sus
men ionate s-au materializat intrei direc ii de cercetare principale:

prelucrarea semnalului vocal | extragerea caracteristicilor utilizai pentru
recunoa tere: coeficienii Mel cepstrali i a parametrilor dinamici delta i
acceleraiedin vorbireacontinu ;

modelarea acustic prin clasificarea fonemelor din vorbirea continu din limba
englez i maghiar utilizand diferitetipuri dere ele neuronae artificiae;

preprocesarea i normalizarea corpusurilor de texte i modelarea lingvistic atét
pentru limbaenglez ca i pentrulimbaroman .

Cele trei domenii de cercetare men ionate se Tncadreaz Tn domeniul recunoa terii
statistice avorbirii continue, fiecare dintre ele reprezentand céte un modul a unui astfel de
sistem statistic de recunoa tere.

Lucr rile proprii publicate in reviste de speciaitate sau in volumele unor conferin e
naionae sau internaionale, se inscriu Tn aceste trei domenii de cercetare.

Lucr ri  reprezentative pentru prelucrarea semnalului  vocal | extragerea
caracteristicilor sunt:

Domokos J., Phoneme classification using MLP, raport cercetare, Ingtitutul de
Cercetare a Funda iei Sapientia, 2006.

Domokos J., Toderean G., Frame-by-frame phoneme classification using MLP,
Inter-ing Scientific Conference, ISSN 1843-780X, pp. VI-1-1 - VI-1-6, Tirgu
Mure , Romania, 2007.

Lucr rile semnificative pentru cea de a doua direc ie de cercetare, cea de clasificare a
fonemelor sunt urm toarele:

Domokos J., Toderean G., Frame by Frame Phoneme Classification using MLP,
Acta Tehnica Napocensis Electronics and Telecommunications, ISSN: 1221-6542, ,
pp.15-18, Volume 48, 4/2007.

Domokos J., Toderean G., Continuous speech phoneme recognition using dynamic
neural networks, Proceedings of the 12th International Conference on Applied
Mathematics and Computer Science, B i oara, Romania, 2008.

Domokos J., Toderean G., Continuous speech phoneme recognition using dynamic
artificial neural networks, Automation, computers, applied mathematics, 1SSN:
1221-437X, Volume 17, pp. 5-11, no. 1/2008.
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Lucr rile reprezentative pentru domeniul prelucr rii limbajului natural i a model rii

lingvistice sunt:

Domokos J.,, Toderean G., Buza O., Satistical Language modeling on Susanne
corpus, Proceedings of the 7" International Conference COMMUNICATIONS,
ISBN: 978-606-521-008-0, pp. 69-72, Bucure ti, Roméania, 2008.

DOMOKOS Jozsef, TODEREAN Gavril, Text conditioning and statistical
language modeling aspects for Romanian language, 1% International Conference on
Recent Achievements in Mechatronics, Automation, Computer Science and
Robotics MACR02009, 2009.

Domokos J., Toderean G., Buza O., Text conditioning and statistical language
modeling for Romanian language, Proceedings of the 5" Conference Speech and
Human-Computer-Dialogue SpeD, 2009.

Pe lang lucr rile publicate, autorul a fost conduc tor a dou proiecte de cercetare i

membru la un contract de cercetare in domeniile men ionate:

Contribu ii la recunoa terea robust a vorbirii continue - Ingtitutul Programelor de
Cercetare @ Fundaiel Sapientia— conduc tor;

Modelare lingvistic (Nyelvi modelezés) - Fundaia EUROTRANS — conduc tor;

Dezvoltarea i implementarea unor metode tolerante la erori pentru recunoa terea
vorbirii (Hibat r  beszédfelismerési modszerek kidolgozasa és gyakorlati
megvalésitasa) - Institutul Programelor de Cercetare al Fundaiel Sapientia —
membru;

Contribu iile proprii sunt rezumate in cele ce urmeaz :

Proiectarea i dezvoltarea aplicaiel cu parametri configurabili pentru extragerea
coeficienilor Mel cepstrali precum i a diferen elor temporale de ordinul 1 i 2
(parametri delta i acceleraie sau delta- delta) - MFCC Extraction;

Dezvoltarea aplicaiel pentru crearea, configurarea, antrenarea i testarea re elelor
neuronale n vederea clasific rii fonemelor. Aplicaia permite utilizarea atét a
re elelor neuronae statice cét i acelor dinamice;

Experimente redizate pentru clasificarea fonemelor utilizand diferite tipuri de
re ele neuronale. MLP (Multi Layer Perceptron), FTDN (Focused Time Delayed
Neural Network), DTDN (Distributed Time Delayed Neural Network) i LRNN
(Layer Recurrent Neural Network) pentru dou baze de date de vorbire continu :
TIMIT i OASIS Numbers;

Dezvoltarea aplicaiel Java pentru culegerea colec iilor de texte prin intermediul
Internetului;

Proiectarea 1 dezvoltarea aplicaiel pentru preprocesarea i normalizarea
corpusurilor lingvistice, care ofer posibilitateade a:

o €eiminatag-urileHTML i CSSdin textele culese de pe Internet;
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o segmentatextul lanivel defraz i cuvant pe bazapunctuaiei;
o €iminasemnelede punctuaie;

o efectuaconversianumerelor in cuvinte in formalor rogtit ;

o diminaspaiile redundante sau randurile goale din text;

Dezvoltarea aplicaiel pentru generarea |1 evaluarea pe baza perplexit ii a
diferitelor tipuri de modele lingvistice statistice;

Crearea modelelor lingvistice unigram, bigram 1 trigram pentru limba englez
folosind corpusul Sherlock Holmes i Susane;

Crearea modelelor lingvistice pentru limba roman utilizand corpusul Constitu ia
Romaniei.
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Abstract: In this paper, there are presented some practical experiments for continuous speech frame-by-frame phoneme
classification using MLP neural networks. We used to train and test our software application, the TIMIT continuous speech

database, and the OASIS Numbers database.

In the experiments, we tried to classify all the existing 61 phonemes together, from TIMIT dictionary and the 32 phonemes from
OASIS Numbers database. We also used different MLP configurations to compare the achieved results.

For classification, we used 13 MFCC coefficients and their first and second order derivatives (delta parameters) extracted from
speech signal using a Matlab® based feature extractor software application.

Key words: phoneme classification, MFCC, delta, double delta, MLP, continuous speech recognition, TIMIT, OASIS

Numbers;

I. INTRODUCTION
Neural networks have been successfully applied to pattern
recognition in the past years. Most conventional neural
networks used in pattern recognition belong to classification
type, that is, a pattern is used as an input and a category
symbol given as output targets. These networks can classify
input patterns by complex nonlinear decision surfaces. The
only thing they need is a large training set' consisting in
correct input and output target pairs.
Such a problem is also the phoneme classification. In this
case the input consists in one or more feature vectors
extracted from speech signal. Most commonly used features
are the MFCC (Mel Frequency Cepstral Coefficients) and
the PLPC (Perceptual Linear Prediction Coefficients) [6] [7]
[T1]. The outputs correspond to each phoneme needed to be
recognized. In this way just one output needs to be active
(its value equals to one, or close to one), the one who
represents the recognized phoneme. The other outputs need
to be equal to zero or close to zero to represent likelihood
values.
Usually the number of input features are 13x3 coefficients
(MFCC, delta and double delta features), and the number of
outputs is between 31 — 61 (depending on number of
phonemes from a language or a database)

II. SOFTWARE APPLICATION ARCHITECTURE
Our software application is built from two different parts:
o the first for preprocessing the wav files, extracting
features and creating feature vectors;
the second for building the MLP architecture, and for
training and testing it;

We developed our software applications considering the
Matlab® platform, and we use in specially the Signal
Processing Toolbox and Neural Networks Toolbox [3].

III. FEATURE EXTRACTOR
Qur feature extractor calculates MFC coefficients with their

delta and double deita parameters.

The steps for extracting these features were as follows.
Before we compute the MFCC parameters, we make a
preemphasis of high frequencies by filtering the speech
signal with a first order FIR (Finite Impulse Filter)
filter [1].

H(z)=1-az",a=095 (1)

In the second part, a Graphic User Interface let us set the
feature extraction parameters: frame length, window types
and MFCC coefficients number. For this experiment the
speech signal was windowed using a 256 sample length
Hamming window with 15% overlap. Next we perform a
Discrete Fourier Transform (DFT) analysis and a mel-scale
based filtering, using a combination of two computationally
inexpensive methods presented in [1] and [6]. The filters
frequency domain responses are simply shifted and
frequency warped versions of a triangular window presented
in Figure I.

Figure 1.Mel-scale based filters frequency domain
responses

Manuscript received April 6, 2007; revised December 10, 2007

15

136



Volume 48, Number 4, 2007

ACTA TECHNICA NAPOCENSIS
Electronics and Telecommunications

Filter m is given by Equation 2, where f{m] is the central
frequency of filter m [6].

The first 10 filters are equally spaced from 0 to 1 kHz
frequency range and the next 14 follows the equation (3) [1]
where B/m] is the filter m bandwidth, such we have totally
24 filters depicted in Figure 1.

Qk< /]
o RO
T e e
= e s
Jim<k< ]
e e U L
Q> 1]
Blm]=12-B{m~1] 3

The next steps to achieve the MFCC coefficients are log
energy computation and Inverse Discrete Cosine Transform
(IDCT).

To take into account the dynamic evolution of speech signal,
we compute the first and second order derivatives of MFCC
coefficients, also called delta (A) and double delta (AA)
parameters. The derivatives are computed as time
differences, like presented in [6] and [7], using formulas (4)
and (5).

)
5)

Ali]= MFCCTi +1] - MFCC[i —1]
AA[i] = Ali +1]— Ali —1]

The complete architecture of feature extractor module is
presented in Figure 2.
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Figure 2. The feature extractor module

Using the GUI, we can load manually one by one the wav
files io perform feature extraction, or we can load a text file
with a list of wav file paths and the application will process
them all. The extracted features are finally saved in text file
format with the same name and path as the wav file, and
with .fea extension, and also they are exported in .mat
format for further usage.

IV. MLP TRAINING AND TESTING

We have studied different architectures and reach the
conclusion that different phoneme classes could be
recognized in a relatively easy way using a set of 13x3
features [6] and a three or four layered feed-forward neural
network architecture [2]. The state of the art phoneme
classification systems use recurrent neural networks with
around 100.000 — 200.000 weights [5].

In our first experiment we want to classify the 61 TIMIT

C

16

phone together, and the results are good enough just if we
use a great MLP architecture with 1 hidden layer consisting
of more than 1000 perceptrons. Our tested architectures
where: 351x1024x61 and a smaller one with two hidden
layers: 351x128x64x61. The networks are presented in
Figure 3 and Figure 4.

iansig

Hidden
layer

Input
layer

Figure 3. 351X1024X61 MLP architecture
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Figure 4. 351x128x64x61 MLF architeciure

Both architectures had 351 = 9x39 inputs because we use
contextual information [2]. This means that for one frame
we introduce in MLP input layer the surrounding 8 frames
(4 frames before and 4 frames after the current frame).

In both architectures feed-forward networks with tansig
transfer function in the hidden layers and logsig transfer
function in the output layer were used. We trained the MLPs
over more than 200 training epochs using trains - sequential
order incremental training function [4].

This training method gives the best results and the fastest
training times for pattern recognition problems where there
is a lot of training data [3]. However system training takes
about 4 weeks on a 3Gz PC with IGB DDR for one
network.

V. EXPERIMENTAL RESULTS
Our experimental results are presented in the following
tables.
In our first experiments we worked with TIMIT continuous
speech database, developed by Texas Instruments and
Massachusetts Institute of Technology to be used for
training and testing phoneme recognizers. It is becoming the
most widely available database of its size and type.
Tabie I presents all the 61 TIMIT phone recognition rates in
%, using 9 frames x 39 MFCC and delta coefficients as
input.
Train percentage results were obtained using the same test
data as the training data, and test percentage were obtained
using TIMIT CORE TRAIN for training and TIMIT CORE
TEST files for testing the system. The train percentages are
always befter than the test percentages.
The performance column shows the network performance
values after the given number training epochs. This value
decreases exponentially like shown in Figure 5.
Figure 5 presents graphically train and test set classification
rates.
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Network performance

200

Group for fraining and testing speaker independent number
recognition systems. The database contsins 26 short
numbers and 20 long numbers each of them uttered two
times by 66 speakers. All the short utterances are manually
segmented and annotated. These utterances can be used to
train the system.

Table 2: Ciassification results with 357x1 024x61 MLP ;

100 150 250 300
Train epochs
i Performance |
Figure 5. Network performance

ith351x128x64x61 MLP

10 26,6183 2.33 0.]

50 34,9869 29,0264 0,0129
100 37,5815 31,2346 0,0116
150 42,4212 32,2657 0,0108
200 45,8493 33,6253 0,0102
240 46,3467 34,3097 0,0098
246 46.8576 34,7933 0,0097

10 21,2005 0,0157
30 26,8700 0,0145 -*
100 29,7305 0,0137 he
150 33,6493 0,0132 -
200 34,5433 0,0128 27,3474
250 37,9848 0,0123 30,8514
300 39,4098 0.0121 32,1106
350 41,4667 0,0117 32,7220
380 41,1642 0,0114 32,7402
i Train percentage :

petcenta'do"

100 200 300
train epochs

1
| \:—lrah percentage —— lest percentage |

400
!

Figure 6. Train and test resuits for 351x128x64x61
architecture network

In our second experiment we try to use a larger network with
one hidden layer with 1024 neurons. This network is exactly
the one described in [2]. The experimental results obtained
with this second architecture are presented in Table2.

As we can see, the achieved results are not good enough te
use this classifier. The poor results could be explained by
the number of different phonemes (61) and insufficient
fraining.

In the next experiment we try to use a smaller database, the
OASIS Numbers [8]. This database was developed at
University of Szeged, by Artificial intelligence Research

= not available

17

Framewise classification percentage

200

250

50 150

| Trainepochs

200

——— Train data —— Test data |

Figure 7. Train and test results evolution for
351x1024x61 architecture

The train and test sets were the recommended ones. The
phoneme set consists of 32 phonemes marked using SAMPA
standard.

Table 3: Average classification results on OASIS Numbers
database

11 67,74

50 74,06
100 78,22
150 79,69
200 81,63
250 82,03
300 83,48
350 83,77
410 84,15

The results presented were good enough to take the
conclusion, that our phoneme classifier can be used as part
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of'a further developed hybrid continuous speech recognition
system.
The network architecture used on OASIS Numbers database
was 351x512x32.
We try frame by frame classification of all the 32 OASIS
phonemes together. The recognition rates achieved for each
phoneme after 410 train epochs are presented in Table 4.
We can see, that from a total number of 36763 frames, our
recognizer was able to correctly classify a number 0f 30937
frames and to misrecognize 5826 frames. That means a
classification rate of 84.15 %.

Test percentages evolution

M~N~NOo

Test percentayes

100
Figure 8. Test percentage evolution on QASIS Numbers
database

200 400 500

Table 4: Phoneme classification results on OASIS Numbers
database

E 2625 79.58 536
& 312 64.42 111
d 292 67.12 96
z 765 75.82 185
T 322 5342 130
b 918 82.79 158
A: 953 46.27 512
o) 561 74.69 142
m 259 55.6 IS5
(0] 1053 T2 240
i 592 68.58 186
n 1324 50.68 653
- 1252 72.44 345
ts 630 74,71 172
it 525 66.67 1743
v 492 62.6 184
e: 913 65.5 3i5
u: 293 90.44 28
S 738 711 169
u 236 80.08 47
k 293 85.42 43
- 237 18.57 193
28 228 70.61 67
| 433 24.94 325
o: 199 62.81 74
5 147 4354 83
i 125 432 71
i 128 64 84 45
2 345 75.36 83
i 329 91,49 28
~ 19192 98.47 293
X 0 0 0

The phonemes in Table 4 are coded according to IPA
SAMPA standard.

VI. CONCLUSIONS AND FURTHER
DEVELOPEMENTS

Our results, wherever aren’t good enough with TIMIT
database, encourage us 10 use this classifier software as
phonetic modeling part of further continuous speech
recognition systems. There are many hybrid artificial neural
network (ANN) — HMM (Hidden Markov Model)
approaches for continuous speech recognition which provide
very goed resuits [2], [7]. Our final scope is to develop,
considering the HTK Tooclkit and our phoneme recognizer, a
continuous speech recognition system.
To achieve better result we made statistical evaluation of the
obtained results for each phoneme and in the future we want
to calculate deletion, insertion and substitution errors,
Other works, like [5], [9] and [11] use a reduced phoneme
set 0f 39, 43 or 49 phoneme groups to achieve better results
on TIMIT database. We intend to follow this simplification
within our tests to increase the recognition rates.
The tests made on the OASIS Number database shows us
that the application performs well on smaller databases and
some simplification of phoneme set and more training is
needed on TIMIT database to achieve better results.
In the future we'll try to use recurrent neural networks, to
achieve better results in phoneme classification and
recognition [5] [9] [10] [11].
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ABSTRACT:  Phoneme classification and recognition is the first step to large vocabulary
continuous speech recognition. This step represents the acoustic modeling
part of such a system. In hybrid speech recognition systems phoneme recog-
nition is made by artificial neural networks (ANN's).

The main objective of this paper is the investigation of dynamic ANN's,
namely the Time-Delay Neural Networks (TDNN) and Recurrent Neural
Networks (RNN) - that are the most suitable for recognition of time se-
quences. There are presented two types of TDDN's: Focused Time-Delay
Neural Networks (FTDNN) and Distributed Time-Delay Neural Networks
(DTDNN) respectively and a Layer Recurrent Neural Network (LRNN).

The development of a phoneme recognizer application using dynamic ANN’s
for OASIS Numbers databases is also described. There are also presented the
phoneme classification experiments and the results for the ANN’s. Finally

some conclusions are drawn based on the experimental results.

Key WoORDS: continuous speech recognition, phoneme classification, dynamic neural net-
works, OASIS Numbers
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Absgtract: In this paper we present a synthesis of the theoretical fundamentals
and some practical aspects of statistical (n-gram) language modeling which is a main
part of a large vocabulary Statistical speech recognition system. There are presented
the unigram, bigram and trigram language models as well as the add one, Witten-Bell
and Good-Turing estimator based Katz back-off smoothing algorithms. The perplexity
measure of alanguage model used for evaluation is a so described.

The practica experiments were made on Romanian Congtitution corpus. Text
normalization steps before the language model generation are also presented. The
results are ARPA-MIT format language models for Romanian language. The models
were tested and compared using perplexity measure.

Finally some conclusions are drawn based on the experimental results.

Keywords: Romanian dtatistical language modeling, natural language
processing, text conditioning, ARPA-MIT language model format, n-gram language
model, smoothing, perplexity.

1. Introduction
Statistical speech recognition is based on Hidden Markov Models

(HMMs). Such a system, depicted in Fig. 1, is built using multiple chained
HMMs for acoustic modeling and language modeling [1][2][3].
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Figure 1. Satistical speech recognition system architecture.

The system presented in Figure 1, can be described mathematically as
follows [1][4]: we have a set of acoustic vectors A={a,,a,,...,a,} andwe are

searching the most probable word sequence: W* ={w,, W, ,..., W} .

(1)

Using the Bayes formula, we can transcribe (1) as follows:

2

We know, that probability of acoustic vector P(A) is constant, and we
have:

©)
In (3) we can distinguish [4][5][6][7]:
P(W) — the language model;
P(A|W) — the acoustic model.

The acoustic modeling part of the speech recognition system can be
developed using HMMs, Gaussian Mixture Models (GMMs) or Artificia
Neura Networks (ANNS).

The language modeling part of the system can be one of the following
[2]:

statistical language model;
context-free grammar (CFG);
Probabilistic context-free grammar (PCFG).
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In this paper we want to present the statistical n-gram type language
model which is the most powerful and the most widely used one, and we
want to create Romanian language models in ARPA-MIT [8] standard
format for large vocabulary continuous speech recognition systems.

We have developed so far the feature extractor module and also the
acoustic modeling part (using artificial neural networks) of an automatic
Speech recognition system.

2. Statistical language modeling

The speech can be considered a stochastic process and every linguistic
unit (phoneme, syllabus, or word) can be considered a random variable with
arandom probability distribution. If we are talking at word level, the n-gram
language models try to estimate the probability of the next word based on the
history (the last n-1 preceding words)) [1][4][6].

The language model try to estimate the probability of word sequence:
, whichis:
(49

(4b)

Using Markov assumption, the history can be reduced to the last n-1
words, and we have:
IEEASE T SRR Q)
Even (5) is hard to compute for n > 3 because we need a large training
corpus to properly eval uate the probabilities.
Forn=1...3wehave:
Unigram language model (n=1);
Bigram language model (n=2);
Trigram language model (n=3).

A. Unigram language model

The unigram language model considers al words independent. This
means that no history information isinvolved.

P(w, [wy*) » P(w,) (6)
If we use (4), the probability estimation for the unigram model will be:
A
p(w;) =0 p(w,) @

k=1
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B. Bigram language model

Bigram language model takes into consideration one word for history.
P(w, | W) » P(w, | W) ®
If we substitute (8) into (4), we have the probability estimation formula
for bigram language model:

A
p(wy') = p(wy) X0 p(w | W) 9)
k=2

C. Trigram language model

Trigram language model uses atwo-word history.

P W) » PO W g, W) = PO W) (10)
The probability estimation formulais given by (11).
oY
POW) = POt) (W5 [ W) 6O PN W 1, W) (12)
k=3

3. Probability estimation and smoothing

The probabilities for (7), (9), and (11) can be simply calculated using
MLE (Maximum Likelihood Expectation) agorithm [2]. Thus we have the
following MLE estimators for unigram, bigram and trigram language
models:

p(w,) = (12)
Nr.(Wie_q, Wy )

w, [w,_,)» ——=——F~ 13

p( kl kl) Nr-(Wk.l) ( )

PW, [ Wy, Wy 5) » N (W W1, V) (14

Nr.(W. 5, Wic_1)
Where:
N, — isthe number of occurrences of word w;
N — isthe total number of wordsin training corpus,
Nr. (...) —isthe number of occurrences of a specific word sequence.
These probabilities calculated using MLE agorithm do not provide useful
results. In order to be able to use the probabilities in language modeling
experiments, they must be smoothed [4][6][7][1].
Smoothing means that a probability mass is retained from high
probabilities to be reallocated to zero or small probability values. Thereare a
lot of useful smoothing techniques [4][1][10]:
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Add one or Laplace smoothing;
Good-Turing estimator;

Back-off or Katz smoothing;

Kneser - Ney smoothing;

Jelinek - Mercer smoothing or interpolation.

For practical experiments we used Good - Turing estimator and back-off
smoothing. We had aso implemented the add-one and Witten-Bell
smoothing algorithms in Microsoft Visual Studio environment using C++
programming language.

A. Good — Turing estimator

The Good-Turing estimator comes from biology where it was used for

species estimation. The general form of the estimator is[4]:
r*
POX) =1 ,
where, r* = (r +1) ENes)
E(N,)

In Eg. 15 we have the following notations:

r isthe number of occurrences of word X;
N; is the number of words which occurs exactly r times in the
training corpus,

N isthe total number of words from the training corpus;

E is an estimation function for N;;

r* isthe adjusted number of occurrences;

The total value of probability calculated using Good-Turing estimator is
aways smaller than 1. The remaining probability mass is reallocated to the
unseen words from the vocabulary. The simplest way to choose the
estimation function E [5] is presented in (16).

E(n+1 __n (- E(l))

E(n) n+l N (16)

B. Katz back — off smoothing

Back-off smoothing was firstly introduced by Katz. He showed that
MLE edtimation of probabilities is good enough if the number of
occurrences of aword is bigger than athreshold value K = 6 [4].

All the probabilities for n-gram word sequences which have an
occurrence humber between 0 and K will be smoothed using Good-Turing
estimator to save probability mass for unseen word sequences. If a word
sequence has zero occurrences we try to estimate its probability using the
inferior (n-1)-gram model. If the occurrenceis still zero for thisinferior

(15)
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model we continue to back-off to a lower model. Finaly if we reach the
unigram model, we have the relative frequency of aword bigger than zero.
For atrigram back-off model we have the fallowing relations:

1 - /0

) *1 2, 145 6. 57 17)
8 ) 9:;9
) *C A =45 6. 57

C = 9,9 (18)

4. Language model evaluation

Language model evaluation can be done in different ways, for instance
using [4][6]:
random sentence generation;
words reordering in sentences,
perplexity;
integration in an existing speech recognition system.

In our experiments we used perplexity to measure the quality of language
models. Perplexity is the most used measurement for language model
evaluation.

Perplexity can be defined using entropy from information theory. For a
random variable X={x1, X, ...,Xn}, the entropy can be defined:

H(X)=-  p(x)xog, p(x) (19)
X X
Instead of entropy, we use the entropy rate calculated as follows:
l n l n n
—H (Wl ) = p(Wl ) ><Ing p(Wl ) (20)
N N wiv
For area language we should consider infinitely long word sequences:
1 n l n n
N H(w')=- N p(w;') ¥og, p(w;') (2
w vV

Using the Shannon — McMillan - Breiman theorem, if the language is
stationary and ergodic (which is true for the natural languages), the above
formula can be ssimplified:

D? E By (22)

FGH |
Finally we use alarge training corpus to estimate probabilities p* and we
have the logprob value instead of the entropy rate:
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1 n
LP=- ﬁmgz p*(w) (23)

Perplexity is defined as:

PP =2 (24)

5. Text conditioning

Collecting sufficient language model training data for good speech
recognition performance in a new domain is often difficult. There are some
text corpora for Romanian, which can be used for language modeling, but
they are not normalized. This chapter presents the text normalization steps
which are used to make these data more suitable for language model
training.

Text is unlike speech in a variety of ways. For example, a written text
may also include numbers, abbreviations, acronyms, punctuation, and other
“non-standard words’ (NSWs) which are not written in their spoken form. In
order to effectively use this text for language modeling, these items must be
converted to their spoken forms. This process has been referred to as text
conditioning or normalization and is often used in text-to-speech systems.

State of the art language modeling tools like HLMTools [8], SRI LM
[11] or CMU LM [12] do not provide professional text conditioning tools. A
set of text conditioning tools are available from the Linguistic Data
Consortium (LDC). A more systematic approach to the NSW normalization
problem is referred to here as the NSW tools [13][14]. These tools perform
text normalization using a set of ad-hoc rules, converting numerals to words
and expanding abbreviations listed in a table. They also use models trained
on data from several categories. The NSW tools perform well in a variety of
domains, unlike the LDC tools which were developed for business news.

Text normalization for Romanian is a hard process because of the
diacritic characters as well.

Our wstem performs the following basic conditionings:

it segments the text into sentences on the basis of punctuation,
marking with <s> and </s> tags the beginning and the end of the
sentences and puts only one sentence per line

eliminates most punctuation symbols;

converts numbers into words;

converts the whole text to uppercase;

deletes all empty lines;

eliminates redundant white spaces,

replaces diacritic characters;
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6. Experimental results

The built language models are based on Romanian Constitution text
corpus. This little corpus contains 9936 words including both the train part
and the test part (a total number of words). We count n-grams up to n = 4,
however the corpus size does not alow us to compute valuable trigram and
four-gram probabilities as you can see from perplexity results.

In Table 1 the four-grams with the greatest frequency of appearance can
be seen.

Table 2 presents the most probable 15 words from Romanian
Constitution corpus.

Table 1. Most frequent four-gramsin Romanian Constitution corpus

Word 1 Word 2 Word 3 Word 4 a’\:)l;)r;]:rearnzfe
</S> <S> DREPTUL LA 27|
DE LEGE </S> <S> 16|
SE STABILESC PRIN LEGE 12
</S> <SS DREPTUL DE 11
PRIN LEGE ORGANICA [</S> 10
LEGE ORGANICA </S> <S> 10
</S> <SS CAMERA DEPUTATILOR 9
CONDITIILE |LEGII </S> <S> 8
IN CONDITIILE |LEGII </S> 8
CAMERA DEPUTATILOR|SI SENATUL 8

The total number of distinct words in corpus is 1928, grouped in 718
sentences. 963 of them had more than one appearance.

We generated a dictionary from the most probable 963 words from the
corpus (in fact these words appear more than once in the training corpus),
and then we mapped all the other words into an unknown word class. We
than generated the unigram, bigram, and trigram language models with Katz
cut-off based on the corpus. The built language models were stored in ARPA
MIT standard format.

Language model evaluation was made using perplexity measure for the
three models. The perplexity results of the created models using the 963 -
word dictionary, are presented in Table 3.
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We made a second experiment with a smaller dictionary, containing only
the words with appearance greater than 2 (626 words). The perplexity results
of our second experiment using the dictionary with 626 words, are
synthesized in Table 4.

Table 2. The most probable 15 words from Romanian Constitution

155

Word |Appearance] Word Appearance Word Appearance
</S> 718|A 195|AL 71
<SS 718|LA 151|DREPTUL 70
DE 470[SE 128|PRIN 69
S 405|SAU 116|PENTRU 68
IN 287|ESTE 82|CU 66

Table 1. Perplexity results for Romanian Constitution corpus using a 963-word
dictionary.

M odel Perplexity
Unigram 559.74
Bigram 397.37
Trigram 419.52

Table 2. Perplexity results for Romanian Constitution corpus using a 626-word
dictionary.

M odel Perplexity
Unigram 509.64
Bigram 332.24
Trigram 419.23

7. Conclusions and futureworks

We can see from Table 2 that the most frequent words in Romanian
Constitution corpus are the prepositions: “de”, “ i”,” in", “a”, “la”, “se”,
“sau”, “al”, “prin”, “cu” etc. The verb “ este” (to be) has surprisingly high
frequency of appearance, and because of the text corpus domain we also
have the noun “ dreptul” (law) in the first 15 words in order of frequency of
appearance.

The sentence start tags and sentence end tags are also present in the four-
grams and in the most frequent word list because of the short sentences of
the corpus.

The best results are achieved using bigram model. The trigram model
cannot improve the results because there is insufficient data for training the
model.
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We can see from the results that if the number of words increases, the
perplexity of the model increases too, and the model has weaker quality. The
models built by eliminating the words with occurrences smaller than a
threshold are simpler and perform better. This threshold can be
experimentally settled. This technique is called in the literature n-gram
pruning [1],[2].

The words with single occurrence do not improve the model quality,
they will raise perplexity and they should be eliminated from the vocabulary.
We have drawn the same conclusion in our previous work [1] based on the
Susanne Corpus.

In conclusion the used n-gram model dimension should be chosen
considering the amount of training data available. This little corpus is good
enough for preliminary testing of atext conditioning and language modeling
tool and we can train well enough just unigram and bigram language models.

As future work, we would like to improve the text conditioning tool with
diacritic restoration feature, and try to generate language models based upon
amuch bigger training corpus of Romanian journal articles and to implement
the state of the art Kneser - Ney smoothing algorithm [4],[8],[10],[11].

In order to compare our language modeling tools with others we will try
to use open source language modeling toolkits (e.g.,, CMU-LM [9], SRILM
[7]) on the same corpora.

We aso try to collect a larger Romanian text corpus based on WEB
resources.
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